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4. ΜΕΛΕΤΗ ΠΕΡΙΠΤΩΣΗΣ: ΑΡΧΕΣ ΚΑΙ ΠΕΡΙΟΡΙΣΜΟΙ ΣΧΕ∆ΙΑΣΜΟΥ 

ΤΕΧΝΗΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ∆ΙΚΤΥΩΝ 

 

Σκοπός 

  Στο τρίτο κεφάλαιο είδαµε τους τρεις βασικούς αλγορίθµους εκπαίδευσης Τεχνητών 

Νευρωνικών ∆ικτύων. Συγκεκριµένα, πρώτα είδαµε δύο αλγορίθµους για εκπαίδευση 

απλών Ν.∆. ενός επιπέδου, δηλαδή τον κανόνα του Perceptron και τον αλγόριθµο 

Ελάχιστων µέσων Τετραγώνων. Για την περίπτωση των Ν.∆. πολλών επιπέδων, 

παρουσιάσαµε τον αλγόριθµο Πίσω ∆ιάδοσης του λάθους και µια γενίκευσή του, τον 

Γενικευµένο ∆έλτα κανόνα. Το κύριο βάρος στην παρουσίαση αυτών των 

αλγορίθµων, δόθηκε στην παραγωγή τους και άλλα θεωρητικά θέµατα. Οι παραπάνω 

αλγόριθµοι εργάζονται για προκαθορισµένη διαµόρφωση (τοπολογία) του δικτύου. 

  Σε αυτό το κεφάλαιο θα ασχοληθούµε µε θέµατα που αφορούν την υλοποίηση Τ.Ν.∆. 

πολλών επιπέδων. Θα συζητήσουµε πρώτα το πρόβληµα της αρχικοποίησης, µερικούς 

τρόπους αποτελεσµατικότερης εκτέλεσης των αλγορίθµων και την εφαρµογή τους σαν 

συστήµατα ταξινόµησης. Όµως, το βασικό πρόβληµα στην υλοποίηση ενός Ν.∆., για 

την επίλυση ενός πραγµατικού προβλήµατος είναι ότι δεν είναι εκ των προτέρων 

γνωστή η διαµόρφωση του δικτύου. ∆ηλαδή δεν γνωρίζουµε τον ακριβή αριθµό 

κρυφών επιπέδων καθώς και τον αριθµό των κόµβων ανά κρυφό επίπεδο. ∆εν υπάρχει 

κάποια γενική θεωρία που επιλύει αυτό το πρόβληµα. Σε αυτό το κεφάλαιο θα 

προσπαθήσουµε να δώσουµε µερικές ιδέες για το πως αντιµετωπίζεται ο καθορισµός 

του βέλτιστου δικτύου, µε τη βοήθεια µιας µελέτης περίπτωσης. Αυτή η µελέτη θα 

γίνει µε τη βοήθεια προσοµοίωσης σε ηλεκτρονικό υπολογιστή. 

Συνοψίζοντας, αναφέρουµε ότι σκοπός αυτού του κεφαλαίου είναι να βοηθήσει τον 

αναγνώστη στη σχεδίαση και υλοποίηση Τ.Ν.∆., δίνοντάς του ιδέες για τον τρόπο 

αντιµετώπισης των πρακτικών προβληµάτων που προκύπτουν.  

 

Προσδοκώµενα Αποτελέσµατα: 

Όταν θα έχετε τελειώσει τη µελέτη αυτού του κεφαλαίου, θα µπορείτε να:  



• σχεδιάσετε ένα Τ.Ν.∆. κατάλληλο για την επίλυση ενός πρακτικού προβλήµατος, 

• να υλοποιήσετε ένα τέτοιο δίκτυο, 

• να αντιµετωπίσετε τα επιµέρους προβλήµατα που παρουσιάζονται, 

• να βελτιστοποιήσετε τη δοµή ενός δικτύου. 

 

Έννοιες Κλειδιά: 

• αρχικοποίηση 

• αναπαράσταση εξόδου 

• κανόνας απόφασης 

• βέλτιστη δοµή 

• γενίκευση 

 

Εισαγωγικές Παρατηρήσεις:  

  Το βασικό πλεονέκτηµα των Perceptrons πολλών επιπέδων είναι ότι µπορούν να 

διαχωρίσουν µη-γραµµικά διαχωριζόµενα πρότυπα. Θεωρητικά λοιπόν, µπορούν να 

αντιµετωπίσουν οποιοδήποτε πρόβληµα ταξινόµησης προτύπων. ∆υστυχώς όµως, 

στην πράξη τα πράγµατα δεν είναι τόσο απλά. Όπως ήδη αναφέραµε, το βασικό 

πρόβληµα ενός τέτοιου δικτύου είναι ο καθορισµός της βέλτιστης δοµής που είναι 

κατάλληλη για την επίλυση ενός συγκεκριµένου προβλήµατος. Έχοντας επιλέξει 

σωστά το εκπαιδευτικό σύνολο, αυτόµατα έχουµε καθορίσει τον αριθµό των εισόδων 

και των εξόδων του δικτύου. ∆εν έχουµε όµως καµία εκ των προτέρων γνώση για την 

εσωτερική αρχιτεκτονική του δικτύου (αριθµός κρυφών επιπέδων και αριθµός κόµβων 

ανά κρυφό επίπεδο). Ένας προφανής τρόπος, για να αντιµετωπίσουµε αυτό το 

πρόβληµα, είναι µε τη µέθοδο δοκιµής και λάθους (trial and error). Με βάση κάποιους 

εµπειρικούς κανόνες, υλοποιούµε µια συγκεκριµένη αρχιτεκτονική δικτύου και το 

εκπαιδεύουµε, ελπίζοντας σε καλή γενίκευση. Αν µετά την εκπαίδευση το λάθος στην 

έξοδο του δικτύου είναι σχετικά µεγάλο, τροποποιούµε την δοµή του (προσθέτοντας ή 

αφαιρώντας κρυφά επίπεδα ή/και κόµβους) και το εκπαιδεύουµε πάλι. Έτσι, µε 

διαδοχικές δοκιµές, ελπίζουµε να επιτύχουµε το (σχεδόν)  βέλτιστο δίκτυο. Είναι 

προφανές ότι αυτή η διαδικασία είναι χρονοβόρα και επίπονη. Γι’ αυτό το λόγο 

λέγεται ότι µαθαίνει κανείς µαζί µε το δίκτυο. 

  Τα τελευταία χρόνια, έχουν εµφανιστεί στη βιβλιογραφία, πιο έξυπνες µέθοδοι για 

την επίλυση αυτού του προβλήµατος. Τέτοιες µέθοδοι είναι η µέθοδος του κλαδέµατος 



(pruning) [1], της ανάπτυξης (growing) [1] και της εξέλιξης Ν.∆. [3], [4]. Η 

παρουσίαση αυτών των αλγορίθµων είναι πέρα από τους σκοπούς αυτού του 

µαθήµατος και ο αναγνώστης παραπέµπεται στη σχετική βιβλιογραφία.  

  Στις ενότητες που ακολουθούν, θα παρουσιάσουµε τις πιο γνωστές ευριστικές 

µεθόδους, µε τις οποίες µπορεί κανείς να αντιµετωπίσει τα παραπάνω προβλήµατα. 

 

4.1 Αρχικοποίηση 

  Το πρώτο βήµα της µάθησης πίσω-διάδοσης είναι να αρχικοποιήσουµε το δίκτυο. 

Μια καλή επιλογή για της  αρχικές τιµές των ελεύθερων παραµέτρων του δικτύου θα 

βοηθήσει στην επιτυχία του σχεδιασµού και της λειτουργίας του δικτύου. Σε 

περιπτώσεις που έχουµε προηγούµενες πληροφορίες, θα ήταν καλύτερα να 

χρησιµοποιήσουµε  τις προηγούµενες πληροφορίες για να µαντεύσουµε της αρχικές 

τιµές των ελεύθερων παραµέτρων. Πως όµως µπορούµε να αρχικοποιήσουµε το δίκτυο 

αν δεν έχουµε προηγούµενη πληροφορία; Η συνηθισµένη πρακτική είναι να θέσουµε 

στις ελεύθερους παραµέτρους του δικτύου  τυχαίους αριθµούς που είναι οµοιόµορφα 

κατανεµηµένοι µέσα σε µία µικρή περιοχή τιµών (π.χ. –0.1 µέχρι +0.1). 

  Η λανθασµένη επιλογή των αρχικών βαρών µπορεί να οδηγήσει σ’ένα φαινόµενο 

γνωστό ως  ‘πρόωρος κορεσµός΄ (Lee et al., 1991[1]). Αυτό το φαινόµενο αναφέρεται 

σε µία  κατάσταση  όπου το στιγµιαίο άθροισµα  των τετραγωνικών λαθών  E(n)  

παραµένει σχεδόν σταθερό για µία περίοδο χρόνου  κατά τη διάρκεια µάθησης. Ένα 

τέτοιο φαινόµενο δεν µπορεί να θεωρηθεί σαν ένα τοπικό ελάχιστο γιατί το 

τετραγωνικό λάθος συνεχίζει να µειώνεται το τέλος αυτής της περιόδου. 

  Όταν εφαρµόζεται ένα δείγµα µάθησης στο επίπεδο εισόδου ενός πολυεπίπεδου  

perceptron,  οι τιµές εξόδου του δικτύου υπολογίζονται µέσω µίας σειράς από εµπρός 

υπολογισµός που περιλαµβάνει εσωτερικά γινόµενα και σιγµοειδείς µετατροπές. Αυτό 

ακολουθείται µε µία σειρά από πίσω υπολογισµούς  των σηµάτων λάθους και της 

σχετικής κλίσης της σιγµοειδούς συνάρτησης ενεργοποίησης και καταλήγει στις 

ρυθµίσεις  των συναπτικών βαρών. Ας υποθέσουµε ότι για ένα συγκεκριµένο δείγµα 

µάθησης  υπολογίστηκε το εσωτερικό επίπεδο ενεργοποίησης του δικτύου, για έναν 

νευρώνα εξόδου, να έχει µεγάλο µέγεθος. Τότε, θεωρώντας ότι η σιγµοειδής 

συνάρτηση ενεργοποίησης του νευρώνα  έχει τις περιορισµένες τιµές  -1 και +1, 

βρίσκουµε ότι η αντίστοιχη κλίση  της συνάρτησης ενεργοποίησης  για αυτόν τον 

νευρώνα θα είναι πολύ µικρή και η τιµή εξόδου του νευρώνα  θα πλησιάζει το -1 ή +1. 



Σε αυτή την περίπτωση λέµε ότι ο νευρώνας είναι σε κόρο. Αν η τιµή εξόδου πλησιάζει 

το +1 όταν η επιθυµητή απόκριση είναι -1, ή αντίστροφα, τότε λέµε ότι ο νευρώνας 

είναι κατά λάθος κορεσµένος. Όταν συµβαίνει αυτό, οι µεταβολές που γίνονται πάνω 

στα συναπτικά βάρη του νευρώνα θα είναι µικρές (ας είναι µεγάλο το µέγεθος του 

σχετικού σήµατος λάθους) και το δίκτυο θα αργήσει να ξεφύγει από αυτή τη 

περίπτωση (Lee et al., 1991[1]). 

  Στην αρχική φάση της πίσω-διάδοσης µάθησης, ανάλογα µε τις επικρατούσες 

συνθήκες, νευρώνες που είναι ή δεν είναι κορεσµένοι, µπορούν να υπάρχουν στο 

επίπεδο εξόδου του δικτύου. Καθώς η διαδικασία µάθησης συνεχίζεται, τα συναπτικά 

βάρη που σχετίζονται µε τους µη κορεσµένους  νευρώνες εξόδου αλλάζουν γρήγορα, 

γιατί τα αντίστοιχα σήµατα λάθους και κλίσης έχουν σχετικά µεγάλο µέγεθος, και για 

αυτό το λόγο προκαλούν µία ελάττωση του στιγµιαίου αθροίσµατος  των 

τετραγωνικών λαθών  E(n).  Αν ωστόσο, σ' αυτό το σηµείο οι κατά λάθος κορεσµένοι 

νευρώνες εξόδου µείνουν κορεσµένοι για µερικά δείγµατα µάθησης, τότε το φαινόµενο 

του πρόωρου κορεσµού µπορεί να εµφανιστεί µε το E(n)  να παραµένει σταθερό.  

  Στην αναφορά Lee et al. (1991), µια φόρµουλα για την πιθανότητα του πρόωρου 

κορεσµού στην µάθηση πίσω-διάδοσης έχει παραχθεί για το σωρηδόν τρόπο 

ενηµέρωσης, και έχει επαληθευτεί χρησιµοποιώντας εξοµοίωση µε υπολογιστή. Η 

ουσία αυτού του τύπου συνοψίζεται παρακάτω: 

 

1. Αν επιλέξουµε της αρχικές τιµές για τα συναπτικά βάρη και για τα επίπεδα 

κατωφλίων του δικτύου να είναι οµοιόµορφα κατανεµηµένες µέσα σε µία µικρή 

περιοχή τιµών τότε αποφεύγεται ο κατά λάθος κορεσµός. 

2. Ο κατά λάθος κορεσµός έχει µικρότερη πιθανότητα να συµβεί όταν έχουµε µικρό 

αριθµό από κρυµµένους νευρώνες και έχουµε ικανοποιητική λειτουργία του 

δικτύου.  

3. Ο κατά λάθος κορεσµός σπάνια συµβαίνει όταν οι νευρώνες του δικτύου 

λειτουργούν σε γραµµικές περιοχές. 

 

Για τον τρόπο ενηµέρωσης των βαρών πρότυπο προς πρότυπο, τα αποτελέσµατα 

εξοµοιώσεων δείχνουν παρόµοιες τάσεις µε τη σωρηδόν λειτουργία που αναφέρθηκε 

µέχρι εδώ. Ο Russo (1991) [1] συνιστά ένα εµπειρικό τύπο για της αρχικές τιµές των 

βαρών για να αποφεύγεται ο κορεσµός των νευρώνων. Αυτό το τύπο τον περιγράφουµε 



στο σηµείο 3 της ενότητας 4.3. 

 

Άσκηση αυτοαξιολόγησης 4.1 /1: 

Ο πρόωρος κορεσµός είναι η κατάσταση όπου στο Ν.∆.: 

1. το στιγµιαίο άθροισµα των τετραγωνικών λαθών παραµένει σταθερό για µια 

χρονική περίοδο και η κλίση της συνάρτησης ενεργοποίησης του νευρώνα είναι  

πολύ µικρή, 

2. η κλίση της συνάρτησης ενεργοποίησης του νευρώνα είναι  πολύ µεγάλη, 

3. τα σήµατα λάθους έχουν µεγάλο µέγεθος, 

4. το µέσο τετραγωνικό λάθος παραµένει σταθερό. 

 

Απάντηση: Η σωστή απάντηση είναι η 1. 

 

Άσκηση αυτοαξιολόγησης 4.1 / 2: 

Ποιές είναι οι βασικές αρχές, για να αποφύγουµε τον πρόωρο κορεσµό; 

 

Απάντηση: Είναι οι τρεις αρχές που αναφέρονται στο τέλος της ενότητας 4.1. 

 

 

4.2 Το πρόβληµα της XOR 

Στο απλό perceptron δεν υπάρχουν κρυφοί  νευρώνες. Κατά συνέπεια, δεν µπορεί να 

ταξινοµήσει πρότυπα εισόδου τα οποία δεν είναι γραµµικά διαχωρίσιµα. Όµως µη-

γραµµικά διαχωρίσιµα πρότυπα εµφανίζονται συνήθως στα προβλήµατα. Για 

παράδειγµα αυτό εµφανίζεται στο πρόβληµα Exclusive OR (XOR), το οποίο µπορεί να 

θεωρηθεί σαν µια ειδική περίπτωση ενός πιο γενικού προβλήµατος, αυτού της 

ταξινόµησης σηµείων στον µοναδιαίο υπερκύβο. Κάθε σηµείο στον υπερκύβο είναι 

είτε στην τάξη 0 είτε στην τάξη 1. Ωστόσο, στην ειδική περίπτωση του προβλήµατος 

XOR, χρειάζεται να λάβουµε υπόψη µας µόνο τις τέσσερις  γωνίες (άκρα) του 

µοναδιαίου τετραγώνου, οι οποίες αντιστοιχούν στα πρότυπα εισόδου (0,0), (0,1), (1,1) 

και (1,0). Το πρώτο και τρίτο πρότυπο εισόδου είναι στην τάξη 0 όπως φαίνεται από 

την : 

    0 XOR 0 = 0 

και: 



    1 XOR 1 = 0 

Τα πρότυπα εισόδου (0,0) και (1,1) είναι σε αντίθετες γωνίες του µοναδιαίου 

τετραγώνου, και παρόλα αυτά παράγουν την ταυτόσηµη έξοδο 0. Από την άλλη µεριά, 

τα πρότυπα εισόδου (0,1) και (1,0) είναι, επίσης σε αντίθετες γωνίες του τετραγώνου, 

αλλά είναι στην τάξη 1, όπως φαίνεται από την : 

    0 XOR 1 = 1 

και : 

    1 XOR 0 = 1 

Αρχικά αναγνωρίζουµε ότι η χρήση ενός απλού νευρώνα µε δυο εισόδους έχει ως 

αποτέλεσµα µια ευθεία γραµµή για όριο απόφασης στον χώρο εισόδου. Για όλα τα 

σηµεία στη µια πλευρά αυτής της γραµµής ο νευρώνας δίνει  έξοδο 1, ενώ για όλα τα 

σηµεία στην άλλη πλευρά της γραµµής δίνει έξοδο 0. Η θέση και ο προσανατολισµός  

της γραµµής στον χώρο εισόδου καθορίζονται από τα συναπτικά βάρη του νευρώνα µε 

τα οποία είναι συνδεδεµένος µε τους κόµβους εισόδου, και το κατώφλι που 

εφαρµόζεται στο νευρώνα. Με τα πρότυπα εισόδου (0,0) και (1,1) τοποθετηµένα σε 

αντίθετες γωνίες του µοναδιαίου τετραγώνου και παροµοίως για τα άλλα δυο πρότυπα 

εισόδου (0,1) και (1,0), είναι προφανές ότι δεν µπορούµε να κατασκευάσουµε µια 

ευθεία γραµµή για ένα όριο απόφασης έτσι ώστε (0,0) και (1,1) να βρίσκονται στην µια 

περιοχή απόφασης και (0,1) και (1,0) να βρίσκονται στην άλλη περιοχή απόφασης. Με 

άλλα λόγια ένα στοιχειώδες perceptron δεν µπορεί να επιλύσει το πρόβληµα της XOR. 

  Μπορεί να επιλύσουµε το πρόβληµα της XOR χρησιµοποιώντας ένα απλό κρυφό 

επίπεδο µε δυο νευρώνες, όπως στο σχήµα 1.a (Touretzky and Pomerleau, 1989) [1]. 

Το διάγραµµα ροής σήµατος του δικτύου φαίνεται στο σχήµα 1.b. Οι υποθέσεις που 

έγιναν εδώ είναι οι ακόλουθες :  

• Κάθε νευρώνας αναπαρίσταται από ένα µοντέλο McCulloch-Pitts. 

• Τα ψηφία 0 και 1 αναπαρίστανται από τα επίπεδα 0 και +1 αντίστοιχα. 

Ο νευρώνας κορυφής, που επιγράφεται ως 1 στο κρυφό επίπεδο, χαρακτηρίζεται από 

τις ακόλουθές σχέσεις : 

   w11 = w12 = +1 

   θ1 = +3/2 

Η κλίση του ορίου απόφασης που κατασκευάζεται από αυτόν τον κρυφό νευρώνα 

ισούται µε -1, και τοποθετείται όπως στο σχήµα 2.b. Ο νευρώνας πυθµένα, που 

επιγράφεται ως 2 στο κρυφό επίπεδο, χαρακτηρίζεται από τις ακόλουθες σχέσεις : 



 

 

 

 

 
Σχήµα 1:(α) Ο αρχιτεκτονικός γράφος δικτύου για την επίλυση του XOR 

προβλήµατος. (β) Το διάγραµµα ροής σηµάτων του δικτύου.  

 

   w21 = w22 = +1 

   θ2 = +1/2 

 



                                               
 

Σχήµα 2: (α) Όριο απόφασης που κατασκευάστηκε από τον κρυµµένο νευρώνα 1 του 

δικτύου στο σχήµα 1. (β) Όριο απόφασης που κατασκευάστηκε από τον κρυµµένο 

νευρώνα 2 του δικτύου. (γ) Όρια απόφασης που κατασκευάστηκαν από το συνολικό 

δίκτυο. 

 

Ο προσανατολισµός και η θέση του ορίου απόφασης που κατασκευάζεται από αυτό το 

δεύτερο κρυφό νευρώνα είναι όπως φαίνεται στο σχήµα 2.b. 

Ο νευρώνας εξόδου, που επιγράφεται ως 3 στο σχήµα 1.a, χαρακτηρίζεται από τις 

ακόλουθες σχέσεις : 

   w31 = -2 

   w32 = +1 

   θ3 = +1/2 

Η λειτουργία του νευρώνα εξόδου είναι να κατασκευάζει ένα γραµµικό συνδυασµό 

των ορίων απόφασης που διαµορφώνονται από τους δύο κρυφούς νευρώνες. Το 

αποτέλεσµα αυτού του υπολογισµού φαίνεται στο σχήµα 2.c. Ο κρυφός νευρώνας στο 

κάτω µέρος έχει µια διεγερτική (θετική) σύνδεση µε τον νευρώνα εξόδου ενώ ο 



νευρώνας στο πάνω µέρος έχει µια δυνατότερη κωλυτική (αρνητική) σύνδεση µε το 

νευρώνα εξόδου. Όταν και οι δύο κρυφοί νευρώνες είναι off, το οποίο συµβαίνει όταν 

το πρότυπο εισόδου είναι (0,0), ο νευρώνας εξόδου παραµένει off. Όταν και οι δύο 

κρυφοί νευρώνες είναι on, το οποίο συµβαίνει όταν το πρότυπο εισόδου είναι (1,1), ο 

νευρώνας εξόδου γίνεται πάλι off, επειδή η κωλυτική επίδραση του µεγαλύτερου 

αρνητικού βάρους, που είναι συνδεδεµένο µε τον κρυφό νευρώνα κορυφής 

υπερκαλύπτει την διεγερτική επίδραση του θετικού βάρους που είναι συνδεδεµένο µε 

τον κρυφό νευρώνα στον πυθµένα.  Όταν ο κρυφός νευρώνας κορυφής είναι off και ο 

κρυφός κάτω νευρώνας είναι on, το οποίο συµβαίνει όταν το πρότυπο εισόδου είναι 

(0,1) ή (1,0), ο νευρώνας εξόδου τίθεται on εξαιτίας της διεγερτικής επίδρασης του 

θετικού βάρους που είναι συνδεδεµένο µε τον κάτω κρυφό νευρώνα. Εποµένως το 

δίκτυο του σχήµατος 1.a επιλύει πραγµατικά το πρόβληµα της XOR. 

 

 

4.3 Μερικοί τρόποι αποτελεσµατικότερης εκτέλεσης του αλγορίθµου 

 

  Πολλές φορές λέγεται πως ο σχεδιασµός ενός νευρωνικού δικτύου χρησιµοποιώντας 

τον αλγόριθµο πίσω διάδοσης είναι περισσότερο  τέχνη παρά επιστήµη, µε την έννοια 

πως πολλοί από τους πολυάριθµους παράγοντες που περιλαµβάνονται στον σχεδιασµό 

είναι πράγµατι το αποτέλεσµα της προσωπικής πείρας του καθενός µας. Πράγµατι 

υπάρχει κάποια αλήθεια στην προηγούµενη πρόταση. Εν τούτοις όµως υπάρχουν 

τρόποι µε τους οποίους είναι δυνατόν να κάνουµε τον αλγόριθµο πίσω διάδοσης να 

δουλεύει καλύτερα. (Russo, 1991; Guyon, 1991) [1]. 



 
   

Σχήµα 3: (α) ασυµµετρική συνάρτηση ενεργοποίησης (υπερβολική) (b) µη συµµετρική 

συνάρτηση ενεργοποίησης ( λογιστική ) 

  

  1. Ένα πολυεπίπεδο perceptron εκπαιδευµένο µε τον αλγόριθµο πίσω διάδοσης θα 

µπορούσε, στην γενική περίπτωση να µαθαίνει γρηγορότερα (µε την έννοια του 

αριθµού των επαναλήψεων για µάθηση που χρειάζονται) όταν η σιγµοειδής συνάρτηση 

ενεργοποίησης που έχει υλοποιηθεί στο µοντέλο του νευρώνα του δικτύου είναι 

ασυµµετρική (asymmetric) παρά όταν είναι µη συµµετρική. Εµείς λέµε πως µια 

συνάρτηση ενεργοποίησης φ(υ) είναι ασυµµετρική όταν: 

 

                                φ(-υ) = -φ(υ) 

 

όπως απεικονίζεται στο σχήµα 3.a. Αυτή η συνθήκη δεν ικανοποιείται από την 

λογιστική συνάρτηση, που απεικονίζεται στο σχήµα 3.b. 

  Ένα γνωστό παράδειγµα µιας ασυµµετρικής συνάρτησης ενεργοποίησης είναι η 

σιγµοειδής µη γραµµική µε την µορφή της υπερβολικής εφαπτοµένης, που ορίζεται ως  

                                     φ(υ) = a tanh( bυ ) 



όπου τα a και b  είναι σταθερές. Σηµειώνουµε πως η υπερβολική εφαπτοµένη είναι 

απλά η λογιστική  συνάρτηση πολωµένη όπως δείχνεται παρακάτω: 

                               

                a tanh ( bυ ) =   α ( )
⎥
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⎤
⎢
⎣
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− α                 (1) 

 

Αντίστοιχα, οι αλλαγές που γίνονται στην διατύπωση του αλγορίθµου πίσω διάδοσης 

χρησιµοποιώντας αυτήν την µορφή της σιγµοειδούς µη γραµµικότητας είναι µικρής 

σηµασίας. 

  Κατάλληλες τιµές για τις σταθερές α και b είναι ( Guyon 1991)[1]: 

                 α = 1.716       και      b = 2/3 

 

2. Είναι σηµαντικό οι τιµές στόχος (επιθυµητή απόκριση) να επιλεγούν µέσα στο 

διάστηµα της σιγµοειδούς συνάρτησης ενεργοποίησης. Πιο ειδικά, η επιθυµητή 

απόκριση dj για τον νευρώνα j στο επίπεδο εξόδου του πολυεπίπεδου perceptron θα 

πρέπει να µετατοπιστεί  κατά  κάποια ποσότητα ε µακριά από την περιοριστική τιµή 

της σιγµοειδούς συνάρτησης ενεργοποίησης , εξαρτώµενη από το εάν η περιοριστική 

τιµή είναι θετική ή αρνητική. Στην αντίθετη περίπτωση , ο αλγόριθµος πίσω διάδοσης 

έχει την τάση να οδηγήσει τις ελεύθερες παραµέτρους του δικτύου στο άπειρο και ως 

εκ τούτου επιβραδύνει την διαδικασία µάθησης κατά τάξεις µεγέθους. Πιο ειδικά 

θεωρήστε την ασυµµετρική συνάρτηση ενεργοποίησης του σχήµατος 3.a. Για την 

πεπερασµένη τιµή +α εµείς θέτουµε dj= α - ε όπου ε είναι µια κατάλληλη θετική 

σταθερά. Για την επιλογή α = 1.716 που αναφέρθηκε νωρίτερα, µπορούµε να θέσουµε 

ε = 0.716 , στην οποία περίπτωση η επιθυµητή τιµή dj µπορεί να επιλεγεί καταλλήλως 

να είναι + 1.  

 

   3. Η αρχικοποίηση των συναπτικών βαρών και των επιπέδων κατωφλιού του δικτύου 

θα πρέπει να είναι οµοιόµορφα κατανεµηµένα σ’ ένα µικρό διάστηµα. Ο λόγος που 

µικραίνουµε το διάστηµα είναι να µειώσουµε την πιθανότητα των νευρώνων στο 

δίκτυο να κορεστούν και να παράγουν µικρές κλίσεις λάθους. Εν τούτοις όµως, το 

διάστηµα δεν θα πρέπει να γίνει πολύ µικρό διότι αυτό µπορεί να έχει αποτέλεσµα οι  

κλίσεις λάθους να είναι πολύ µικρές και δια τούτο η µάθηση αρχικά  να είναι πολύ 

αργή. Για µια ασυµµετρική συνάρτηση ενεργοποίησης µε την µορφή της υπερβολικής 



εφαπτοµένης για την οποία οι σταθερές a και b προσδιορίστηκαν παραπάνω µια πιθανή 

δυνατότητα αρχικοποίησης είναι να πάρουµε τυχαία τιµές για τα συναπτικά βάρη και 

επίπεδα κατωφλιού οι οποίες είναι οµοιόµορφα κατανεµηµένες στο διάστηµα: 

 

                  − +⎛
⎝⎜

⎞
⎠⎟

2 4 2 4. , .
F Fi i

 

 

όπου το Fi είναι το fan-in (δηλ. ο συνολικός αριθµός των εισόδων) του νευρώνα i µέσα 

στο δίκτυο, µε άλλα λόγια, η αρχικοποίηση βαρών γίνεται από νευρώνα σε νευρώνα. 

 

   4. Όλοι οι νευρώνες του πολυεπίπεδου perceptron είναι επιθυµητό να µαθαίνουν µε 

τη ίδια ταχύτητα. Χαρακτηριστικά τα τελευταία επίπεδα τείνουν να έχουν µεγαλύτερες 

τοπικές κλίσεις σε σχέση µε τα επίπεδα στην αρχή του δικτύου. ∆ια τούτου στην 

παράµετρο η του ρυθµού µάθησης θα πρέπει να εκχωρηθεί µια µικρότερη τιµή στα 

τελευταία επίπεδα σε σχέση µε τα εµπρός επίπεδα. Νευρώνες µε πολλές εισόδους θα 

πρέπει να έχουν µικρότερη παράµετρο ρυθµού µάθησης σε σχέση µε νευρώνες που 

έχουν λίγες εισόδους. 

 

   5. Για on-line λειτουργία, η ενηµέρωση πρότυπο προς πρότυπο είναι προτιµότερο σε 

σχέση µε σωρηδόν ενηµέρωση για την ρύθµιση των βαρών. Για προβλήµατα 

ταξινόµησης δειγµάτων που περιλαµβάνουν µια µεγάλη και πλεονάζουσα βάση 

δεδοµένων, η πρότυπο προς πρότυπο ενηµέρωση τείνει να είναι τάξεις µεγέθους 

γρηγορότερη σε σχέση µε σωρηδόν ενηµέρωση. Ωστόσο όµως η πρότυπο προς 

πρότυπο ενηµέρωση είναι πιο δύσκολο να εκτελεστεί παράλληλα.  

 

   5. Η σειρά µε την οποία εµφανίζονται τα παραδείγµατα εκπαίδευσης στο δίκτυο θα 

πρέπει να καθορίζεται τυχαία από κύκλο σε κύκλο. Η µορφή της τυχαιοποίησης είναι 

κρίσιµη για την παραπέρα βελτίωση στην ταχύτητα της σύγκλισης. Επίσης η χρήση 

ουρών µπορεί να βελτιώσει την εκπαίδευση αποδοτικά (Baum, 1991) [1]. 

 

   7. Η εκµάθηση από ένα σύνολο δειγµάτων εκπαίδευσης σχετίζεται µε µια άγνωστη 

συνάρτηση f(. ) η οποία αντιστοιχίζει την είσοδο στην έξοδο. Ως εκ τούτου, η 

διαδικασία µάθησης εκµεταλλεύεται την πληροφορία που περιλαµβάνεται στα 



παραδείγµατα σχετικά µε την συνάρτηση f(.) και εξάγει µια προσεγγιστική υλοποίηση 

της. Η διαδικασία µάθησης από παραδείγµατα µπορεί να γενικευτεί, ώστε να 

συµπεριλάβει µάθηση από υπαινιγµούς, το οποίο πετυχαίνεται επιτρέποντας 

πληροφορία εκ των προτέρων που έχουµε για την συνάρτηση f(.) να συµπεριληφθεί 

στην διαδικασία µάθησης ( Abu-Mostafa, 1990; Al-Mashouq and Reed, 1991) [1]. 

 

Άσκηση αυτοαξιολόγησης 4.3 / 3: 

Να αναφέρετε τους βασικούς τρόπους για την αποτελεσµατικότερη εκτέλεση του 

αλγορίθµου. Ποιοί από αυτούς είναι οι πιο σηµαντικοί και γιατί. 

Απάντηση: Οι βασικοί τρόποι αναφέρονται σε αυτή την ενότητα. Οι πιο σηµαντικοί 

είναι η επιλογή της συνάρτησης ενεργοποίησης, η αρχικοποίηση των βαρών και οι 

κατάλληλες τιµές των παραµέτρων µάθησης και ορµής. 

 

 

4.4 Αναπαράσταση εξόδου και κανόνα απόφασης 

 

  Στην θεωρία για ένα  m - κλάσεων πρόβληµα ταξινόµησης στο οποίο η ένωση των m 

διακριτών κλάσεων σχηµατίζει το συνολικό χώρο εισόδου εµείς χρειαζόµαστε m 

εξόδους για να αναπαραστήσουµε όλες τις πιθανές αποφάσεις ταξινόµησης, όπως 

απεικονίζεται στο σχήµα 4. Στο σχήµα αυτό, το διάνυσµα xj αναφέρεται στο j-στο 

προτότυπο (δηλαδή µοναδικό δείγµα) ενός p-διαστάσεων τυχαίου διανύσµατος x το 

οποίο πρέπει να ταξινοµηθεί από ένα πολυεπίπεδο perceptron. Το k-στο από τις m 

δυνατές κλάσεις στις οποίες µπορεί να ανήκει το x το συµβολίζουµε µε Ck. ΄Εστω yk,j 

είναι η k-στη έξοδος του δικτύου που παράγεται σε απόκριση του πρωτοτύπου xj, όπως 

δείχνεται από την σχέση: 

 

                yk,j = Fk(xj),   k = 1,2, ... ,m                                                  (2) 

 

όπου η συνάρτηση Fk(.) ορίζει την απεικόνιση την οποία έχει µάθει το δίκτυο της 

εισόδου στην k-στη έξοδο. Για λόγους ευκολίας στην αναπαράσταση , έστω: 

  

  yj = [ y1,j , y2,j , ... , ym,j ]T= [ F1(xj) , F2(xj) , ... , Fm(xj) ]T = F( xj)       (3) 



 

όπου η F(.) είναι συνάρτηση που παίρνει ως τιµές διανύσµατα. Μια βασική ερώτηση 

την οποία θέλουµε να µελετήσουµε στην παράγραφο αυτή είναι η ακόλουθη : 

 

   Μετά την εκπαίδευση του πολυεπίπεδου perceptron πoιος θα πρέπει να είναι ο 

βέλτιστος κανόνας απόφασης για την ταξινόµηση των m εξόδων του δικτύου; 

 

  Σίγουρα κάθε λογικός κανόνας απόφασης εξόδου οφείλει να βασιστεί στην γνώση της 

διανυσµατικής συνάρτησης: 

                      F : Rp  ∋ x → y ∈ Rm                                                                 (4) 

 

Γενικά το βέβαιο για την διανυσµατική συνάρτηση F( ) είναι ότι είναι µια συνεχή 

συνάρτηση η οποία ελαχιστοποιεί το µέσο τετραγωνικό σφάλµα το οποίο ορίζεται ως η 

τιµή της συνάρτησης κόστους: 

                      L(F) = 1
2 1Ν j

N

=
∑ ⎪⎪ dj − F(xj)⎪⎪2                                             (5) 

όπου το dj είναι το επιθυµητό (στοχευόµενο) δείγµα εξόδου για το πρότυπο xj ,  ⎢⎢• ⎢⎢ 

είναι η Ευκλείδια νόρµα του διανύσµατος και Ν είναι ο συνολικός αριθµός των 

δειγµάτων εισόδου - εξόδου που παρουσιάζονται στο δίκτυο για εκπαίδευση. Η ουσία 

του κριτηρίου του µέσου τετραγωνικού σφάλµατος της εξίσωσης (5) είναι  ίδια µε 

αυτή της συνάρτησης κόστους της εξίσωσης (11) της ενότητας 3.2.1. Η συνάρτηση 

F(.) είναι στενά εξαρτηµένη από την επιλογή των ζευγαριών εισόδου - εξόδου (xj , yj) 

τα οποία χρησιµοποιούνται στην εκπαίδευση του δικτύου, έτσι ώστε διαφορετικές 

τιµές των (xj , yj) να οδηγήσουν πράγµατι σε διαφορετικές διανυσµατικές συναρτήσεις 

F(.). Σηµειώνουµε ότι η ορολογία (xj , yj) που χρησιµοποιούµε εδώ είναι η ίδια όπως η 

[x(j),y(j)] που χρησιµοποιήσαµε προηγουµένως. Υποθέστε τώρα ότι το δίκτυο 

εκπαιδεύεται µε δυαδικές τιµές (οι οποίες συµπτωµατικά ανταποκρίνονται στο πάνω 

και κάτω όριο της εξόδου του δικτύου όταν χρησιµοποιούµε τη λογιστική  

συνάρτηση), γραµµένες ως εξής: 

                   

             1  όταν το πρότυπο xj ανήκει στην κλάση  Ck 

dk,j={                                                                   (6) 



                 0  όταν το πρότυπο xj δεν ανήκει στην κλάση   Ck 

 

 
             Σχήµα 4: Μπλοκ διάγραµµα ενός ταξινοµητή προτύπων 

 

  Βασισµένη σε αυτή την σηµειογραφία, η κλάση  Ck αντιπροσωπεύεται από ένα m-

διάστατο διάνυσµα: 

                        

Είναι δελεαστικό να υποθέσουµε ότι ένας πολυεπίπεδοw perceptron ταξινοµητής 

εκπαιδευµένος µε τον αλγόριθµο πίσω διάδοσης πάνω σε ένα πεπερασµένο σύνολο 

ανεξάρτητων όµοια κατανεµηµένων παραδειγµάτων µπορεί να µας οδηγήσει σε 

ασυµπτωτική προσέγγιση των βασικών εκ των υστέρων πιθανοτήτων κλάσεων. Αυτή η 

ιδιότητα µπορεί να δικαιολογηθεί βασιζόµενη στους ακόλουθους λόγους (White, 1989; 

Richard and Lippmann, 1991) [1]: 

 

• Επικαλούµαστε τον νόµο των µεγάλων αριθµών για να δείξουµε ότι καθώς το 

µέγεθος του συνόλου εκπαίδευσης Ν, προσεγγίζει το άπειρο το διάνυσµα βαρών w 

το οποίο ελαχιστοποιεί την συνάρτηση κόστους L(F) της εξίσωσης (5) προσεγγίζει 

το βέλτιστο διάνυσµα βαρών w* το οποίο ελαχιστοποιεί την προσδοκία της τυχαίας 

ποσότητας   ½ || d - F(w,x) ||2 ,  όπου το d είναι το επιθυµητό διάνυσµα απόκρισης 

και το F(w,x) είναι η προσέγγιση πραγµατοποιηµένη από ένα πολυεπίπεδο 

perceptron µε διάνυσµα βαρών w και διάνυσµα x ως εισόδου (White, 1989) [1]. Η 

συνάρτηση F(w,x) ,που δείχνει σαφή εξάρτηση στο διάνυσµα βαρών w , είναι  ίδια 

µε την F(x) που χρησιµοποιήσαµε προηγουµένως. 



 

• Το βέλτιστο διάνυσµα βαρών w* έχει την ιδιότητα ότι το αντίστοιχο διάνυσµα των 

παρόντων εξόδων του δικτύου, F(w*,x) είναι µια µέση τετραγωνική προσέγγιση 

ελαχιστοποίησης λάθους σε σχέση µε την υπό συνθήκη προσδοκία E[d|x] (White, 

1989) [1].  

 

• Για το πρόβληµα ταξινόµησης l εκ των m δειγµάτων, το k-στο στοιχείο του 

επιθυµητού διανύσµατος απόκρισης d είναι ίσο µε ένα εάν το διάνυσµα εισόδου 

ανήκει στην κλάση Ck και µηδέν αλλιώς. Κάτω από αυτήν την συνθήκη , η υπό 

συνθήκη προσδοκία  E[d|x] είναι ίση µε την εκ των υστέρων πιθανότητα κλάσης 

P(Ck | x), k=1,2, ... ,m  (Richard and Lippmann, 1991) [1]. 
 

Άρα συµπεραίνουµε πως ένας πολυεπίπεδος perceptron ταξινοµητής (που χρησιµοποιεί 

την λογιστική συνάρτηση για µη γραµµικότητα) πράγµατι προσεγγίζει τις εκ των 

υστέρων πιθανότητες κλάσεων , υπό τον όρο ότι το µέγεθος του συνόλου εκπαίδευσης 

είναι αρκετά µεγάλο και η διαδικασία της µάθησης της πίσω διάδοσης δεν κολλάει σε 

ένα τοπικό ελάχιστο. Τώρα µπορούµε να προχωρήσουµε στο να απαντήσουµε στην 

ερώτηση που είχαµε θέση πριν. Ειδικότερα µπορούµε να πούµε πως ο πιο κατάλληλος 

κανόνας απόφασης είναι: 

 

    Ταξινόµησε το τυχαίο διάνυσµα x ως ανήκων στην κλάση Ck εάν 

                Fk(x) > Fj(x) για όλα τα j ≠ k                                               (7) 

     όπου Fk(x) και Fj(x) είναι στοιχεία της διανυσµατικής συνάρτησης:                                         

 
  Όταν οι βασικές εκ των υστέρων κατανοµές κλάσεων είναι διακεκριµένες τότε 

υπάρχει µια µοναδική µέγιστη τιµή εξόδου µε πιθανότητα ένα. Για αυτό το λόγο, αυτός 

ο κανόνας απόφασης έχει το πλεονέκτηµα της προσφοράς αναµφίβολων απoφάσεων  



πάνω στο κοινό ad hoc κανόνα  της επιλογής κλάσης βασισµένος στην γενική ιδέα της 

εκπυρσοκρότησης της εξόδου. ∆ηλαδή το διάνυσµα x είναι εκχωρηµένο µέλος σε µια 

συγκεκριµένη κλάση εάν η αντίστοιχη τιµή εξόδου είναι µεγαλύτερη από κάποιο 

σταθερό κατώφλι (συνήθως 0.5 για την λογιστική  συνάρτηση ενεργοποίησης) το 

οποίο µπορεί να οδηγήσει σε πολλαπλές εκχωρήσεις κλάσεων. 

  Επίσης είναι ενδιαφέρον να σηµειώσουµε πως όταν ένα όριο απόφασης καθορίζεται 

συγκρίνοντας τις εξόδους του πολυεπίπεδου perceptron απέναντι σε κάποιες 

φιξαρισµένες τιµές, η ολική µορφή και ο προσανατολισµός του ορίου απόφασης θα 

µπορούσε να εξηγηθεί ευριστικά (για την περίπτωση ενός κρυµµένου επιπέδου) σε 

όρους του αριθµού των κρυµµένων νευρώνων και των αναλογιών των συναπτικών 

βαρών συνδεµένων µε αυτά (Lui, 1989) [1]. Παρόλ’ αυτά µια τέτοια ανάλυση δεν είναι 

εφαρµόσιµη σε ένα όριο απόφασης  σχηµατισµένο σύµφωνα µε τον κανόνα απόφασης 

εξόδου της εξίσωσης (7). Μια πιο κατάλληλη προσέγγιση είναι να θεωρήσουµε τους 

κρυµµένους νευρώνες ως µη γραµµικούς ανιχνευτές χαρακτηριστικών, οι οποίοι 

προσπαθούν να απεικονίσουν κλάσεις από το πρωτότυπο χώρο εισόδου RP, όπου οι 

κλάσεις µπορεί να µην είναι γραµµικά διαχωρίσιµες, στο χώρο του κρυµµένου 

επιπέδου ενεργοποιήσεων, όπου είναι πιθανότερο για αυτές να είναι γραµµικά 

διαχωρίσιµες.(Yee, 1992) [1]. 

 

Άσκηση αυτοαξιολόγησης 4.4 / 4: 

Με ποιά έννοια ένας κανόνας απόφασης θεωρείται βέλτιστος; 

 

Απάντηση: Όταν ελαχιστοποιεί  µια προκαθορισµένη συνάρτηση κόστους. Έτσι 

ελαχιστοποιείται  η πιθανότητα λάθους ταξινόµησης. 

 

Άσκηση αυτοαξιολόγησης 4.4 / 5: 

Να αιτιολογήσετε γιατί ο κανόνας απόφασης που ορίζεται από τη σχέση (7) της 

ενότητας 4.4, είναι ο πιο κατάλληλος κανόνας απόφασης. 

 

Απάντηση: 

Για το πρόβληµα ταξινόµησης l εκ των m δειγµάτων, το k-στο στοιχείο του επιθυµητού 
διανύσµατος απόκρισης d είναι ίσο µε ένα εάν το διάνυσµα εισόδου ανήκει στην κλάση 
Ck και µηδέν αλλιώς. Κάτω από αυτήν την συνθήκη , η υπό συνθήκη προσδοκία  E[d|x] 
είναι ίση µε την εκ των υστέρων πιθανότητα κλάσης P(Ck | x), k=1,2, ... ,m  (Richard 



and Lippmann, 1991) [1]. 
 

 

4.5 Προσοµοίωση σε ηλεκτρονικό υπολογιστή 

 

  Σ’ αυτό το κεφάλαιο χρησιµοποιούµε ένα πείραµα µε υπολογιστή για να δείξουµε τη 

συµπεριφορά εκµάθησης ενός πολυεπίπεδου perceptron νευρωνικού δικτύου 

χρησιµοποιούµενου ως ταξινοµητή δειγµάτων. Το αντικείµενο του πειράµατος είναι ο 

διαχωρισµός µεταξύ δύο κλάσεων από αλληλοεπικαλυπτόµενα, δύο διαστάσεων, 

Gaussian κατανεµηµένων δειγµάτων, που ονοµάσαµε 1 και 2. Έστω C1 και C2 τα 

σύνολα των γεγονότων για τα οποία ένα τυχαίο διάνυσµα x ανήκει στα δείγµατα 1 και 

2, αντίστοιχα. Μπορούµε τότε να εκφράσουµε τις υπό συνθήκη συναρτήσεις 

πυκνότητας πιθανότητας για τις δύο κλάσεις ως εξής : 
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όπου: 

                                    µ1=µέσο διάνυσµα=[0,0] Τ 

                                    σ1
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Κλάση C2:                f(x|C2)= ⎟⎟
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όπου: 

                                    µ2=[2,0]Τ 

                                    σ2 =4 

Οι δύο κλάσεις θεωρούνται ισοπίθανες , δηλαδή: 

                                     P(C1)=P(C2)=0.5 

  Το σχήµα 5 δείχνει τρισδιάστατα γραφήµατα των δύο Gaussian κατανοµών που 

ορίστηκαν από τις εξισώσεις   (8) και (9). Μια υπέρθεεση των διαγραµµάτων δείχνει 

καθαρά ότι οι δύο κατανοµές επικαλύπτουν η µία την άλλη σηµαντικά . 

 



  
 

Σχήµα 5: Πάνω: Συνάρτηση πυκνότητας πιθανότητας f(x|C1)  

                 Κάτω: Συνάρτηση πυκνότητας πιθανότητας f(x|C2) 

 

 

4.5.1 Όριο απόφασης του Bayes 

  Xρησιµοποιώντας το κριτήριο του Bayes, ένα βέλτιστο όριο απόφασης για το όριο 

των δύο κλάσεων µπορεί να βρεθεί εφαρµόζοντας το τεστ του λόγου πιθανοτήτων : 

                                                             C1      

                                                 Λ(x)>
<   λ                                                               (10) 

                                                             C2  

όπου Λ(x) είναι ο λόγος πιθανοτήτων, ορισµένος ως : 

                                   

                                                                 f(x|C2) 

                                                 Λ(x)=  -------------                                                               (11) 

                                                             f(x|C1) 



 

και λ είναι το κατώφλι του τεστ, που ορίζεται ως : 

 

                                                              P(C1) 

                                                           λ= -------------                                                             (12) 

                                                                   P(C2) 

 

Για το συγκεκριµένο παράδειγµά µας ,έχουµε  : 
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και: 

                                          λ=1 

Το βέλτιστο (Bayesian) όριο απόφασης ορίζεται εποµένως από την: 
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Χρησιµοποιώντας  απλούς χειρισµούς , µπορούµε να επαναορίσουµε το βέλτιστο όριο 

απόφασης της εξίσωση (13) ως: 

                                                      ||x-xc||2=r2                                                           (14) 

όπου: 

                                              xc= 
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Η εξίσωση (14) παριστάνει κύκλο µε κέντρο xc και ακτίνα r. Έστω ότι µε Ω1 

συµβολίζουµε την περιοχή εντός του κύκλου. Τότε, ο κανόνας της Bayesian 

ταξινόµησης για το δεδοµένο πρόβληµα µπορεί να διατυπωθεί ως ακολούθως : 

   

   Κατέταξε το παρακολουθούµενο διάνυσµα x σαν να ανήκει στην κλάση C1 αν x∈ Ω1                                            

    και στην κλάση C2 διαφορετικά . 



 

Για τις ιδιαίτερες παραµέτρους αυτού του πειράµατος, έχουµε ένα κυκλικό όριο 

απόφασης του οποίου το κέντρο βρίσκεται στο: 

                                                     xc=[-2/3,0] 

και η ακτίνα του είναι: 

                                                  ρ≅ 2.34 

Έστω c το σύνολο των σωστών ταξινοµήσεων, και e το σύνολο των λαθεµένων 

ταξινοµήσεων . Η µέση πιθανότητα λάθους, Pe ,ενός ταξινοµητή που λειτουργεί 

σύµφωνα µε τον κανόνα απόφασης του Bayes,είναι: 

                                        Pe=P(e|C1)P(C1)+P(e|C2)P(C2)                          (17) 

όπου P(e|C1) είναι η υπό συνθήκη πιθανότητα λάθους δεδοµένου ότι τα δεδοµένα 

εισόδου του ταξινοµητή πάρθηκαν από την κατανοµή της κλάσης C1, και παρόµοια για 

το P(e|C2). Για το συγκεκριµένο πρόβληµα , βρίσκουµε ότι: 

                                              P(e|C1) ≅ 0.1056 

και: 

                                              P(e|C2) ≅ 0.2642 

Η µέση πιθανότητα λάθους είναι εποµένως: 

                                              Pe ≅ 0.1849 

Ισοδύναµα , η µέση πιθανότητα σωστής ταξινόµησης είναι: 

                                              Pc=1-Pe ≅ 0.8151 

 

 

 

4.6 Πειραµατικός καθορισµός του βέλτιστου πολυεπίπεδου Perceptron 

 

  Ο πίνακας 1 περιέχει τη λίστα των µεταβλητών παραµέτρων ενός MLP το οποίο 

περιέχει ένα µόνο επίπεδο κρυµµένων νευρώνων και εκπαιδεύεται µε τον αλγόριθµο 

της πίσω διάδοσης . Καθώς ο βασικός στόχος ενός ταξινοµητή δειγµάτων είναι να 

πετύχει έναν αποδεκτό βαθµό ταξινόµησης, αυτό το κριτήριο χρησιµοποιείται για να 

κρίνει πότε οι µεταβλητές παράµετροι του MLP (το οποίο χρησιµοποιείται ως 

ταξινοµητής προτύπων) είναι βέλτιστες. 

 

Άσκηση αυτοαξιολόγησης 4.5 / 6: 



Πως καθορίζεται το βέλτιστο (Bayesian) όριο απόφασης για δύο κλάσεις, όταν οι υπό 

συνθήκη συναρτήσεις πυκνότητας πιθανότητας ακολουθούν κανονική κατανοµή. 

 

Απάντηση:Εφαρµόζουµε το τεστ του λόγου πιθανοτήτων και καταλήγουµε στη σχέση 

(13). 

 

Άσκηση αυτοαξιολόγησης 4.5 / 7: 

 Αν P(c1)=1/3 και P(c2)=2/3, να υπολογίσετε την µέση πιθανότητα λάθους, για τον 

παραπάνω ταξινοµητή Bayes. 

 

Απάντηση: 

Υπολογίζεται εύκολα από τη σχέση (17). 

 
 
4.6.1 Βέλτιστος αριθµός κρυφών νευρώνων  
 
  Αντανακλώντας πρακτικές προσεγγίσεις του προβλήµατος καθορισµού του βέλτιστου 

αριθµού κρυµµένων νευρώνων  Μ , το κριτήριο είναι ο µικρότερος αριθµός κρυµµένων 

νευρώνων που αποφέρουν απόδοση κοντά σ’ αυτή του βέλτιστου Bayesian ταξινοµητή 

- ας πούµε περίπου 1 %. Έτσι , η πειραµατική µελέτη ξεκινά  µε δύο κρυµµένους 

νευρώνες ως σηµείο εκκίνησης, για τα αποτελέσµατα της εξοµοίωσης που 

συγκεντρώνονται στον πίνακα 2. Καθώς ο σκοπός της πρώτης οµάδας των 

εξοµοιώσεων είναι απλώς να εξακριβώσει την επάρκεια ή όχι των δύο νευρώνων, ο 

ρυθµός εκµάθησης η και η σταθερά ορµής α τίθενται αυθαίρετα σε κάποιες 

ονοµαστικές τιµές. Για κάθε εκτέλεση εξοµοίωσης, ένα σύνολο εκπαίδευσης από ζεύγη 

εισόδου-εξόδου, τυχαία παραγόµενων από τις Gaussian κατανοµές για τις κλάσεις C1 

και C2 µε ίση πιθανότητα, επαναλαµβανόµενα ανακυκλώνονται διαµέσου του δικτύου, 

µε κάθε κύκλο εκπαίδευσης να αναπαριστά ένα κύκλο (epoch) . Ο αριθµός των κύκλων 

επιλέχθηκε έτσι ώστε ο συνολικός αριθµός των δειγµάτων εκπαίδευσης που 

χρησιµοποιήθηκαν για κάθε εκτέλεση να είναι σταθερός. Μ’ αυτό τον τρόπο όλα τα 

δυνατά αποτελέσµατα που προκύπτουν από τις µεταβολές του µεγέθους των συνόλων 

εκπαίδευσης εξισώνονται . 

 

     ΠΙΝΑΚΑΣ 1   Μεταβλητές Παράµετροι του Πολυεπίπεδου Perceptron 



                              Παράµετρος                        Σύµβολο             Τυπικό Εύρος 

    Αριθµός κρυµµένων νευρώνων               Μ                          (2,∞) 

    Παράµετρος ρυθµού εκµάθησης              η                           (0,1)   

    Σταθερά ορµής                                           α                           (0,1)          

 

 

 

Στον πίνακα 2 και στους επόµενους πίνακες, το µέσο τετραγωνικό λάθος υπολογίζεται 

ακριβώς όπως στην εξίσωση (5) . Πρέπει να τονιστεί ότι το µέσο τετραγωνικό λάθος 

περιλήφθηκε σ’ αυτούς τους πίνακες µόνο για λόγους καταγραφής, καθώς ένα µικρό 

µέσο τετραγωνικό λάθος δε συνεπάγεται απαραίτητα και καλή γενίκευση (δηλαδή, καλή 

απόδοση µε δεδοµένα που δεν εισήχθησαν παλαιότερα ). 

  Μετά τη σύγκλιση ενός δικτύου που εκπαιδεύτηκε µε έναν συνολικό αριθµό από Ν 

δείγµατα , η πιθανότητα σωστής ταξινόµησης µπορεί , θεωρητικά , να υπολογιστεί ως 

ακολούθως : 

                       P(c; N)=P(c; N|C1)P(C1)+P(c; N|C2)P(C2)                                (18) 

όπου: 

                                P(c; N|C1)= ∫Ω1(N) f(x|C1)dx                                                  (19)  

                                P(c; N|C2) = 1- ∫Ω1(N)f(x|C2)dx                                              (20) 

 

και Ω1(Ν) είναι η περιοχή του πεδίου απόφασης στην οποία το MLP (που 

εκπαιδεύτηκε µε Ν δείγµατα) ταξινοµεί το διάνυσµα x τοποθετώντας το στην κλάση 

C1. Συνήθως, η περιοχή αυτή βρίσκεται πειραµατικά µε υπολογισµό της συνάρτησης 

αντιστοίχησης που µαθεύτηκε από το δίκτυο και εφαρµόζοντας τον κανόνα απόφασης 

εξόδου της εξίσωσης (7). ∆υστυχώς, ο αριθµητικός υπολογισµός των P(c; N|C1) και 

P(c; N|C2) είναι προβληµατικός, επειδή κλειστές µορφές εκφράσεων που να 

περιγράφουν το όριο απόφασης Ω1(Ν) είναι δύσκολο να βρεθούν .  

  Συνεπώς, καταφεύγουµε στη λύση µιας πειραµατικής προσέγγισης η οποία 

περιλαµβάνει έλεγχο του εκπαιδευµένου MLP χρησιµοποιώντας άλλα ανεξάρτητα 

σύνολα από ζεύγη εισόδου-εξόδου, τα οποία επίσης παίρνονται τυχαία από τις 

κατανοµές των κλάσεων C1 και C2 µε ίση πιθανότητα . Έστω Α µια τυχαία µεταβλητή η 

οποία µετράει τον αριθµό των δειγµάτων από τα Ν δείγµατα δοκιµής τα οποία 

ταξινοµούνται σωστά . Τότε ο λόγος: 



                            PN= A
N

                                                                                       (21) 

είναι µια τυχαία µεταβλητή η οποία δίνει την µεγίστης-πιθανότητας (maximum-

likelihood) αµερόληπτη εκτίµηση της πραγµατικής απόδοσης ταξινόµησης p του 

δικτύου. Θεωρώντας ότι το p είναι σταθερό πάνω στα Ν ζεύγη εισόδου-εξόδου, 

µπορούµε να εφαρµόσουµε το όριο του Chernoff (Devroye, 1991) [1], στον εκτιµητή 

pN του p ,παίρνοντας: 

 

                            Prob(|pN - p| > ε) < 2 exp(-2ε2N) = δ                                            (22) 

 

Η εφαρµογή του ορίου Chernoff δίνει Ν≅26500 για ε= 0,01 και δ=0,01 (δηλ. , 99 τις 

εκατό σιγουριά ότι η εκτίµηση p έχει την δεδοµένη ανοχή ). Έτσι , πήραµε ένα σύνολο 

δοκιµής µεγέθους Ν=32000. Η τελευταία στήλη του πίνακα 2 παρουσιάζει τη µέση 

πιθανότητα σωστής ταξινόµησης που εκτιµήθηκε γι’ αυτό το µέγεθος του συνόλου 

δοκιµής. 

  

ΠΙΝΑΚΑΣ 2 Αποτελέσµατα Εξοµοίωσης για 2 Κρυφούς Νεύρωνες  (η=0,1 & α=0) 

 

   Αριθµός           Μέγεθος           Αριθµός                   Μέσο              Πιθανότητα 

Εκτελέσεων       Συνόλου           Κύκλων            Τετραγ. Λάθος        Σωστής              

                          Εκπαίδευσης                                                           ταξινόµησης, Pc 

        1                        500                  320                      0,2331                    79,84% 

        2                      2000                  80                        0,2328                    80,34% 

        3                      8000                  20                        0,2272                    80,23% 

 

 

Η µέση απόδοση ταξινόµησης που δείχνεται στον πίνακα 5.2 για ένα MLP µε δύο 

κρυµµένους νευρώνες είναι ήδη κοντά σε λογικό βαθµό στην Bayesian απόδοση 

Pc=81,51 τις εκατό. Πάνω σ’ αυτή τη βάση, µπορούµε να καταλήξουµε στο ότι το 

πρόβληµα ταξινόµησης δειγµάτων που περιγράφηκε εδώ, η χρήση δύο κρυµµένων 

νευρώνων είναι επαρκής. Για να τονίσουµε αυτό το αποτέλεσµα, στον πίνακα 3 

παρουσιάζουµε τα αποτελέσµατα εξοµοιώσεων που επαναλήφθηκαν για την 

περίπτωση τεσσάρων κρυµµένων νευρώνων, µε όλες τις άλλες παραµέτρους να 



παραµένουν οι ίδιες. Παρ’ όλο που κατά µέσο όρο το µέσο τετραγωνικό λάθος στον 

πίνακα 3 για τους τέσσερις κρυµµένους νευρώνες είναι ελαφρώς µικρότερο από αυτό 

του πίνακα 2 για τους δύο κρυµµένους νευρώνες, ο µέσος βαθµός σωστού 

διαχωρισµού δε δείχνει σηµαντική βελτίωση. Συνεπώς, για το υπόλοιπο του 

πειράµατος που περιγράφεται εδώ, ο αριθµός των κρυµµένων νευρώνων κρατιέται 

στους δύο. 

 

 

ΠΙΝΑΚΑΣ 3 Αποτελέσµατα Εξοµοίωσης για 4 Κρυµµένους Νεύρωνες(η=0,1& 

α=0)    

  Αριθµός            Μέγεθος           Αριθµός                   Μέσο              Πιθανότητα 

Εκτελέσεων       Συνόλου           Κύκλων           Τετραγ. Λάθος        Σωστής              

                          Εκπαίδευσης                                                           ταξινόµησης, Pc 

       1                      500                320                   0,2175                   80,43%       

       2                    2000                  80                   0,2175                   80,45% 

       3                    8000                  20                   0,2195                   80,99% 

 

 
4.6.2 Βέλτιστες σταθερές µάθησης και ορµής  
 
  Για τις βέλτιστες τιµές του ρυθµού µάθησης η και της σταθεράς ορµής α µπορούµε  

να χρησιµοποιήσουµε οποιονδήποτε από τους παρακάτω ορισµούς :   

    

1. Τα η και α τα οποία, στη µέση περίπτωση, επιφέρουν σύγκλιση σ’ ένα τοπικό 

ελάχιστο  της  επιφάνειας λάθους του δικτύου µε τον µικρότερο αριθµό κύκλων. 

 

2. Τα η και α τα οποία, στη µέση ή την χειρότερη περίπτωση, επιφέρουν σύγκλιση 

στο  ολικό ελάχιστο της επιφάνειας λάθους µε το µικρότερο αριθµό κύκλων. 

 

3. Τα η και α τα οποία, στη µέση περίπτωση, επιφέρουν σύγκλιση σ’ εκείνη τη     

διαµόρφωση του δικτύου η οποία έχει την καλύτερη γενίκευση, πάνω στο 

συνολικό πεδίο εισόδων, µε το µικρότερο αριθµό κύκλων. 

 

Η µέση και χειρότερη περίπτωση αναφέρονται στην κατανοµή των ζευγών εισόδου-



εξόδου της εκπαίδευσης. Ο ορισµός 3 είναι ο ιδανικός. Στην πράξη όµως είναι 

δύσκολο να εφαρµοστεί καθώς η ελαχιστοποίηση του µέσου τετραγωνικού λάθους 

είναι συνήθως το µαθηµατικό κριτήριο για βελτιστοποίηση κατά τη διάρκεια της 

εκπαίδευσης του δικτύου και, όπως σηµειώθηκε πριν από λίγο, ένα µικρότερο 

τετραγωνικό λάθος πάνω στο σύνολο εκπαίδευσης δε συνεπάγεται απαραίτητα και 

καλή γενίκευση. Από ερευνητικής απόψεως, ο ορισµός 2 έχει προκαλέσει 

µεγαλύτερο ενδιαφέρον από τον ορισµό 1. Για παράδειγµα, στο Luo (1991) [1], 

παρουσιάζονται αυστηρά αποτελέσµατα για τη βέλτιστη προσαρµογή του ρυθµού 

µάθησης η έτσι ώστε να απαιτείται ο µικρότερος αριθµός κύκλων για το MLP να 

προσεγγίσει τον συνολικά βέλτιστο πίνακα συναπτικών βαρών σε µια επιθυµητή 

ακρίβεια, εκτός από την ειδική περίπτωση των γραµµικών νευρώνων. Γενικά, 

ωστόσο, ευριστικές και πειραµατικές διαδικασίες χρησιµοποιούν τελευταία τον 

ορισµό 1 για τη βέλτιστη επιλογή των η και α. Εµείς για το παρόν πείραµα θα 

χρησιµοποιήσουµε τον ορισµό 1. 

  Χρησιµοποιώντας ένα MLP µε δύο κρυµµένους νευρώνες , διάφοροι συνδυασµοί των 

η ∈ {0,01 ,  0,1 ,  0,5 ,  0,9} και α ∈ {0,0 ,  0,1 ,  0,5 ,  0,9}  εξοµοιώνονται για να 

παρατηρήσουµε τα αποτελέσµατά τους στη σύγκλιση του δικτύου. Κάθε συνδυασµός 

εκπαιδεύεται µε το ίδιο σύνολο αρχικών τυχαίων βαρών και το ίδιο σύνολο από 500 

δείγµατα εισόδου-εξόδου, έτσι ώστε τα αποτελέσµατα του πειράµατος να µπορούν να 

συγκριθούν άµεσα. Όπως ειπώθηκε προηγουµένως, ένα δίκτυο θεωρείται ότι έχει 

συγκλίνει όταν ο απόλυτος ρυθµός αλλαγής του µέσου τετραγωνικού λάθους ανά 

κύκλο είναι επαρκώς µικρός . Σ’ αυτό το πείραµα επιλέξαµε ο ρυθµός αυτός να είναι 



 
Σχήµα 6: Καµπύλες µάθησης για διάφορες τιµές της σταθεράς ορµής α και τις 

ακόλουθες τιµές της παραµέτρου ρυθµού µάθησης (α) η=0.01 ; (b) η=0.1. 

 

είναι µικρότερος από 0,01 τις εκατό. Οι καµπύλες µάθησης που υπολογίστηκαν µ’ 

αυτό τον τρόπο σχεδιάστηκαν στα σχήµατα 6.α ,b και 7.c, δ [1], ένα σχήµα για κάθε 

διαφορετικό η. 



 

                        Σχήµα 7:  (συνέχεια) :  (c) η=0.5 ; (d) η=0.9   

 

Οι παραπάνω πειραµατικές καµπύλες µάθησης οδηγούν στα παρακάτω συµπεράσµατα: 

 

• Καθώς, γενικά, µικρότερος ρυθµός µάθησης η έχει ως αποτέλεσµα πιο αργή  

σύγκλιση, µπορεί να εντοπίσει  ″βαθύτερο″ τοπικό ελάχιστο στην επιφάνεια  λάθους 



απ’ ότι ένα  µεγαλύτερο η. Αυτό είναι και διαισθητικά σωστό, καθώς  µικρότερο η 

συνεπάγεται ότι η αναζήτηση για ελάχιστο θα καλύψει µεγαλύτερο  µέρος της 

επιφάνειας λάθους απ’ ότι στην  περίπτωση ενός µεγαλύτερου η. 

 

• Για η →   0 , η χρήση α →  1 προκαλεί αύξηση στην ταχύτητα σύγκλισης. Από την  

άλλη, για η →  1 , η χρήση α →   0 απαιτείται για να σιγουρέψει τη σταθερότητα 

µάθησης. 

 

• Η χρήση των σταθερών η = { 0,5 ,  0,9 } και α = 0,9 προκαλεί ταλαντώσεις στο 

µέσο τετραγωνικό λάθος κατά την διάρκεια µάθησης και µια υψηλότερη τιµή για το 

τελικό  µέσο τετραγωνικό λάθος της σύγκλισης, δύο αποτελέσµατα τα οποία είναι 

ανεπιθύµητα . 

 

 
  

     Σχήµα 8: Οι καλύτερες καµπύλες µάθησης που επιλέχθηκαν από το σχήµα 7. 

 

Στο σχήµα 8 βλέπουµε τις γραφικές παραστάσεις των καλύτερων καµπυλών µάθησης 

από κάθε οµάδα των καµπυλών µάθησης που αναπαρίστανται γραφικά στο σχήµα 7, 

έτσι ώστε να καθορίσουµε µία ‘’συνολικά’’ καλύτερη καµπύλη µάθησης. Από το 

σχήµα 8 φαίνεται ότι η βέλτιστη παράµετρος ρυθµού µάθησης ηopt είναι περίπου 0.1 

και η βέλτιστη σταθερά ορµής αopt  είναι περίπου 0.5. Έτσι ο πίνακας 4 συνοψίζει τις 



‘’βέλτιστες’’ τιµές των παραµέτρων του δικτύου που χρησιµοποιούνται στο υπόλοιπο 

µέρος του πειράµατος. Το γεγονός ότι τα τελικά µέσα τετραγωνικά σφάλµατα των 

καµπυλών στο σχήµατος 8 δεν διαφέρουν σηµαντικά για τα διάφορα η και α 

υποδηλώνει µία ‘’καλά-συµπεριφερόµενη’’ ( σχετικά λεία ) επιφάνεια λάθους για το 

ίδιο το πρόβληµα. 

 

 

4.6.3 Εκτίµηση του βέλτιστου σχεδιασµού του δικτύου   
 
  ∆οσµένου του ‘’βέλτιστου’’ πολυεπίπεδου perceptron που έχει τις παραµέτρους που 

συνοψίζονται στον πίνακα 4 το δίκτυο τελικά αξιολογείται για να καθορίσει το όριο  

απόφασης του, την τελική µέση καµπύλη µάθησης του και την µέση πιθανότητα 

σωστής ταξινόµησης. Με πεπερασµένου µεγέθους εκπαιδευτικά σύνολα η συνάρτηση 

που το δίκτυο έµαθε µε τις βέλτιστες παραµέτρους είναι ‘’στοχαστική’’ από την φύση 

της. Κατά αντιστοιχία αυτά τα µέτρα απόδοσης είναι ένας µέσος συνόλου για πάνω 

από 20 ανεξάρτητα εκπαιδευµένα δίκτυα. Κάθε εκπαιδευτικό σύνολο αποτελείται από 

1000 ζεύγη εισόδου-εξόδου, παρµένα από τις κατανοµές για τις κλάσεις C1 και C2 µε 

ίση πιθανότητα, και τα οποία παρουσιάζονται στο δίκτυο µε τυχαία σειρά. Όπως 

προηγουµένως, το κριτήριο που χρησιµοποιείται για την σύγκλιση του δικτύου είναι ο 

απόλυτος ρυθµός αλλαγής του µέσου τετραγωνικού σφάλµατος να  είναι µικρότερος 

από 0.01% ανά κύκλο. Για τον πειραµατικό καθορισµό των µέσων πιθανοτήτων 

σωστής ταξινόµησης, το ίδιο τεστ από 32,000 ζεύγη εισόδου-εξόδου που 

χρησιµοποιήθηκε προηγουµένως,  χρησιµοποιείται µία φορά ακόµη. 

 

Πίνακας 4 ∆ιαµόρφωση του βέλτιστου πολυεπίπεδου Perceptron 

Παράµετρος  Σύµβολο  Τιµή 

Βέλτιστος αριθµός κρυµµένων νευρώνων Mopt  2 

Βέλτιστη παράµετρος ρυθµού µάθησης ηopt  0.1 

Βέλτιστη σταθερά ορµής αopt  0.5 

 

 



 

 Σχήµα 9:  Όρια απόφασης που κατασκευάστηκαν από το πολυεπίπεδο perceptron 

 

  Το σχήµα 9 δείχνει τα όρια απόφασης για τα δύο δίκτυα από τα είκοσι συνολικά, µε 

την χειρότερη και καλύτερη απόδοση ταξινόµησης. Αυτή η εικόνα επίσης περιέχει, για 

αναφορά, το ( κυκλικό ) Bayesian όριο απόφασης. Και τα δύο όρια απόφασης  ( για 

την χειρότερη και καλύτερη απόδοση ταξινόµησης ) είναι κυρτά µε αναφορά στην 

περιοχή όπου ταξινοµούν το διάνυσµα x όπως αυτό ανήκει στην κλάση C1 ή την κλάση 

C2 . Κάθε όριο εµφανίζεται να περιέχει δύο γραµµικά τµήµατα µ’ ένα µη- γραµµικό 

τµήµα να τα συνδέει κοντά στην δική τους προβαλλόµενη τοµή. 

 



 
 

Σχήµα 10: Καµπύλες µάθησης - αργότερες και ταχύτερες αποδόσεις για το  

βελτιστοποιηµένο δίκτυο 

 
 

Σχήµα 11: Μέση σωστή πιθανότητα ταξινόµησης έναντι µέσου τετραγωνικού 

λάθους 



  Το σχήµα 10 δείχνει τις τελικές µέσες, τις αργότερες και ταχύτερες καµπύλες 

µάθησης που παρατηρήθηκαν κατά την διάρκεια της εκπαίδευσης του 

‘’βελτιστοποιηµένου’’ δικτύου. Παρόλο το ανώτερο τελικό µέσο τετραγωνικό σφάλµα 

του δικτύου µε την ταχύτερη καµπύλη µάθησης ( 0.2047 έναντι 0.2477 για το δίκτυο 

µε την αργότερη καµπύλη µάθησης ), αυτό το προφανές πλεονέκτηµα δεν παρέχει 

κανένα κέρδος στην απόδοση της ταξινόµησης. Στην πραγµατικότητα, το δίκτυο που 

µαθαίνει ταχύτερα έχει µία οριακά χειρότερη απόδοση ταξινόµησης απ’ ότι το δίκτυο 

που µαθαίνει αργότερα (79.78 έναντι 79.90%).  Μία παρόµοια κατάσταση συµβαίνει 

όταν συνολικά το µέσο τετραγωνικό σφάλµα του δικτύου  µε την καλύτερη απόδοση 

ταξινόµησης συγκρίνετε µ’ αυτό του δικτύου µε την χειρότερη απόδοση ταξινόµησης. 

Το πρώτο έχει PC  της τάξης του 80.23% µ’ ένα τελικό µέσο τετραγωνικό σφάλµα της 

τάξης του 0.2380, ενώ το άλλο έχει ένα PC  της τάξης του 78.68% µ’ ένα τελικό µέσο 

τετραγωνικό σφάλµα της τάξης του 0.2391, όχι σηµαντικά διαφορετικά από το πρώτο. 

Αυτά τα αποτελέσµατα ενισχύουν την αντίληψη ότι ένα χαµηλότερο µέσο τετραγωνικό 

σφάλµα κατά µήκος του εκπαιδευτικού συνόλου δεν είναι από µόνο του µία ικανή 

συνθήκη για µία καλύτερη απόδοση ταξινόµησης. 

  Πράγµατι , η γραφική παράσταση της πειραµατικά καθοριζόµενης πιθανότητας της 

σωστής ταξινόµησης έναντι του τελικού µέσου τετραγωνικού σφάλµατος που φαίνεται 

στο σχήµα 11 παρουσιάζει µόνο έναν αδύνατο αρνητικό συσχετισµό -0.1220 ανάµεσα 

στα δύο µέτρα απόδοσης του δικτύου. Οι συνολικές στατιστικές των µέτρων 

απόδοσης, µέση πιθανότητα σωστής ταξινόµησης και τελικό µέσο τετραγωνικό 

σφάλµα, υπολογιζόµενα για το εκπαιδευτικό σύνολο φαίνονται στον πίνακα 5. 

 

Πίνακας 5: Στατιστικές συνόλου του µέτρου επίδοσης (µήκος συνόλου = 20) 

Μέτρο επίδοσης Μέση τιµή Τυπική απόκλιση 

Μέση πιθανότητα σωστής 

ταξινόµησης 

79.70% 0.44% 

Τελικό µέσο τετραγωνικό 

λάθος 

0.2277 0.0118 

                                                       

 

4.6.4 Γενίκευση 

  Στην µάθηση πίσω-διάδοσης ξεκινάµε µ’ ένα εκπαιδευτικό σύνολο και 



χρησιµοποιούµε τον αλγόριθµο πίσω-διάδοσης για να υπολογίσουµε τα συναπτικά 

βάρη ενός πολυεπίπεδου perceptron φορτώνοντας (κωδικοποιώντας) όσα περισσότερα 

από τα εκπαιδευτικά παραδείγµατα είναι δυνατόν µέσα στο δίκτυο. Η επιθυµία είναι 

ότι το νευρωνικό δίκτυο έτσι σχεδιασµένο θα γενικεύει. Ένα δίκτυο λέγεται ότι 

γενικεύει καλά όταν η σχέση εισόδου-εξόδου υπολογιζόµενη από το δίκτυο είναι 

σωστή ( ή σχεδόν σωστή  ) για δείγµατα εισόδου-εξόδου (  δεδοµένα ελέγχου ) που 

ποτέ δεν χρησιµοποιήθηκαν στην δηµιουργία ή στην εκπαίδευση του δικτύου. Ο όρος 

‘’γενίκευση’’ είναι δανεισµένος από την ψυχολογία. Εδώ βέβαια υποτίθεται ότι τα 

δεδοµένα ελέγχου προέρχονται από τον ίδιο πληθυσµό που χρησιµοποιήθηκε για να 

παράγει τα εκπαιδευτικά δεδοµένα. 

  Η διαδικασία µάθησης ( εκπαίδευσης ενός νευρωνικού δικτύου ) µπορεί να θεωρηθεί 

σαν ένα πρόβληµα προσαρµογής καµπύλης. Το δίκτυο το ίδιο µπορεί να θεωρηθεί 

απλά σαν µία µη-γραµµική αντιστοίχηση εισόδων σε εξόδους. Τέτοια άποψη µας 

επιτρέπει να δούµε την γενίκευση όχι σαν µία µυστηριώδη ιδιότητα των νευρωνικών 

δικτύων αλλά απλούστερα σαν την επίδραση µίας καλής µη-γραµµικής παρεµβολής 

των δεδοµένων εισόδου. Το δίκτυο εκτελεί χρήσιµη παρεµβολή κυρίως επειδή 

πολυεπίπεδα perceptrons µε συνεχείς  συναρτήσεις ενεργοποίησης οδηγούν σε 

εξωτερικές συναρτήσεις που είναι επίσης συνεχείς. 

 



 
Σχήµα 12: (α) Κατάλληλα ταιριασµένα δεδοµένα (καλή γενίκευση) (b) 

Υπερβολικά ταιριασµένα δεδοµένα (φτωχή γενίκευση) 

 

  Το σχήµα 12.a  επεξηγεί πως η γενίκευση µπορεί να συµβεί σ’ ένα υποθετικό δίκτυο. 

Η µη-γραµµική αντιστοίχηση εισόδων σε εξόδους που παριστάνεται από την καµπύλη 

την απεικονιζόµενη σ’ αυτό το σχήµα υπολογίζεται από το δίκτυο σαν αποτέλεσµα της 

εκµάθησης των σηµείων µε ετικέτα ‘’ εκπαιδευτικά δεδοµένα ‘’. Το σηµείο που είναι 

µαρκαρισµένο στην καµπύλη σαν ‘’γενίκευση‘’, είναι αυτό που φαίνεται απλά ως το 

αποτέλεσµα της παρεµβολής που εκτελείται από το δίκτυο. 

  Ένα νευρωνικό δίκτυο που σχεδιάστηκε να γενικεύει καλά θα παράγει µία σωστή 



αντιστοίχηση εισόδων σε εξόδους ακόµα και όταν η είσοδος είναι λίγο διαφορετική 

από τα παραδείγµατα που χρησιµοποιήθηκαν για να εκπαιδευτεί το δίκτυο, όπως 

επεξηγείται στο σχήµα 12.a. Όταν όµως ένα νευρωνικό δίκτυο µαθαίνει αρκετές 

ειδικές σχέσεις εισόδου-εξόδου ( υπερεκπαιδεύεται ) το δίκτυο µπορεί να κρατάει στην 

µνήµη του τα δεδοµένα εκπαίδευσης και συνεπώς να είναι λιγότερο ικανό να γενικεύει 

µεταξύ παρόµοιων δειγµάτων εισόδου-εξόδου.  Όπως συνήθως, δεδοµένα που 

φορτώνονται σ’ ένα πολυεπίπεδο perceptron µε τέτοιο τρόπο απαιτούν την 

χρησιµοποίηση περισσοτέρων κρυφών νευρώνων απ’ ότι  πραγµατικά είναι 

απαραίτητο, µε αποτέλεσµα  ανεπιθύµητες καµπύλες στον χώρο του προβλήµατος να 

αποθηκεύονται στα συναπτικά βάρη του δικτύου. Ένα παράδειγµα για το πως φτωχή 

γενίκευση οφειλόµενη σε ‘µνηµοποίηση’ σ’ ένα νευρωνικό δίκτυο µπορεί να συµβεί 

επεξηγείται στο σχήµα 12.b για τα ίδια δεδοµένα που απεικονίζονται στο σχήµα 12.a.  

Η µνηµοποίηση  είναι βασικά ένας ‘’ πίνακας ψαξίµατος ‘’ ( ‘’ look-up table ‘’ ) που 

υπονοεί ότι η αντιστοίχηση εισόδων σε εξόδους που υπολογίζεται από το νευρωνικό 

δίκτυο δεν είναι ‘’ λεία ‘’.  

 

 

4.6.5 Κατάλληλο µέγεθος εκπαιδευτικού συνόλου για έγκυρη γενίκευση 

 

  Η γενίκευση επηρεάζεται από τρεις παράγοντες: το µέγεθος και την 

αποτελεσµατικότητα του εκπαιδευτικού συνόλου , την αρχιτεκτονική του δικτύου και 

την φυσική πολυπλοκότητα του ίδιου του προβλήµατος. Είναι φανερό ότι δεν έχουµε 

κανένα έλεγχο γύρω από τον τελευταίο παράγοντα. Σχετικά µε τους άλλους δύο 

παράγοντες µπορούµε να δούµε το ζήτηµα της γενίκευσης από δύο διαφορετικές 

σκοπιές ( Hush και Horne , 1993 ) [1]: 

• Η αρχιτεκτονική του δικτύου είναι φιξαρισµένη ( ευτυχώς και σε αντιστοίχηση µε 

την φυσική πολυπλοκότητα του δεδοµένου προβλήµατος ) και το ζήτηµα που πρέπει 

να επιλυθεί είναι αυτό του καθορισµού του µεγέθους του εκπαιδευτικού συνόλου 

που απαιτείται για να συµβεί µία καλή γενίκευση. 

 

• Το µέγεθος του εκπαιδευτικού συνόλου είναι φιξαρισµένο και το ζήτηµα που µας 

ενδιαφέρει είναι ο καθορισµός της καλύτερης αρχιτεκτονικής του δικτύου για την 

επίτευξη µίας καλής γενίκευσης. 



 

Παρόλο που και οι δύο αυτές απόψεις είναι έγκυρες µε τον δικό τους ξεχωριστό τρόπο 

η πρώτη άποψη είναι αυτή που πιο συχνά αντιµετωπίζουµε στην πράξη. Γι’ αυτό θα 

συγκεντρωθούµε σ’ αυτήν από δω και πέρα. 

  Πράγµατι, η καταλληλότητα του µεγέθους του εκπαιδευτικού συνόλου είναι ένα 

θεωρητικό ζήτηµα που έχει προσελκύσει ένα µεγάλο ποσό προσοχής στην 

βιβλιογραφία και συνεχίζει να το κάνει. Σ’ αυτήν την υποενότητα περιληπτικά θα 

περιγράψουµε ένα χρήσιµο αποτέλεσµα προερχόµενο από τους Baum και Haussler 

(1989 ) [1], για την περίπτωση ενός νευρωνικού δικτύου που περιέχει ένα µόνο κρυφό 

επίπεδο και χρησιµοποιείται σαν δυαδικός ταξινοµητής. Για να προετοιµάσουµε το 

έδαφος για µία πρόταση του µαθηµατικού τύπου τους πρώτα παρουσιάζουµε κάποιους 

ορισµούς. 

  Ένα παράδειγµα ορίζεται σαν ζεύγος { x , d } όπου το διάνυσµα εισόδου x∈RP και η 

επιθυµητή έξοδος  d∈ [-1,1].  Με άλλα λόγια το δίκτυο δρα σαν δυαδικός ταξινοµητής. 

Ένας κύκλος ορίζεται σαν µία σειρά από παραδείγµατα που παίρνονται ανεξάρτητα και 

κατά τυχαίο τρόπο από κάποια κατανοµή D. Έστω f µία συνάρτηση από το διάστηµα 

RP στο [-1,1] , µε d=f(x). Ένα λάθος της συνάρτησης f , µε αναφορά στην κατανοµή D, 

ορίζεται ως η πιθανότητα  η έξοδος y να είναι διαφορετική από το d για ένα ζεύγος       

( x, d ) που επιλέχτηκε κατά τυχαίο τρόπο. Έστω M ο συνολικός αριθµός των κρυφών 

υπολογιστικών κόµβων. Έστω W ο συνολικός αριθµός των συναπτικών βαρών στο 

δίκτυο. Έστω N ο αριθµός των τυχαίων παραδειγµάτων που χρησιµοποιούνται για να 

εκπαιδεύσουν το δίκτυο. Έστω ε το φράγµα των λαθών που επιτρέπονται στο τεστ. 

Τότε βασιζόµενοι στους Baum και Haussler το δίκτυο σχεδόν βέβαια παρέχει 

γενίκευση αν και µόνο αν ικανοποιούνται  οι δύο παρακάτω συνθήκες: 

 

1. Το φράγµα των λαθών που δηµιουργήθηκαν από το εκπαιδευτικό σύνολο είναι 

µικρότερο από ε/2. 

 

2. Ο αριθµός των παραδειγµάτων N,  που χρησιµοποιήθηκαν στην εκπαίδευση είναι:    

                                              N  ≥ ⎟
⎠
⎞

⎜
⎝
⎛

εε
MW 32ln32                                                  (23) 

όπου ln υποδηλώνει τον φυσικό λογάριθµο. 

 



Η σχέση (23) παρέχει έναν ελεύθερο από κατανοµές και χειρότερης περίπτωσης τύπο 

για την εκτίµηση του µεγέθους του εκπαιδευτικού συνόλου για ένα  νευρωνικό δίκτυο 

ενός επιπέδου που είναι κατάλληλο για µία καλή γενίκευση. Λέµε ‘’χειρότερης 

περίπτωσης‘’ επειδή στην πράξη µπορεί να υπάρχει ένα τεράστιο αριθµητικό κενό 

ανάµεσα στο πραγµατικό µέγεθος του εκπαιδευτικού συνόλου που απαιτείται και απ’ 

αυτό που προβλέπεται από το κριτήριο της σχέσης (23). Πρέπει όµως να 

υπογραµµιστεί ότι αυτό το κενό είναι απλά µία αντανάκλαση της φύσης της χειρότερης 

περίπτωσης του κριτηρίου.  

  Αγνοώντας τον λογαριθµικό παράγοντα στην σχέση (23) βλέπουµε ότι ο κατάλληλος 

αριθµός από εκπαιδευτικά παραδείγµατα είναι, σε µία πρώτη προσέγγιση, ανάλογος 

του αριθµού των βαρών στο δίκτυο και αντιστρόφως ανάλογος της παραµέτρου 

ακριβείας ε. Πράγµατι φαίνεται ότι στην πράξη όλο και όλο αυτό που χρειαζόµαστε για 

µία καλή γενίκευση είναι να ικανοποιείται η συνθήκη: 

 

              N  ≥ 
ε
W                                 (24) 

 

Έτσι µ’ ένα λάθος της τάξης του 10% λέµε ότι ο αριθµός των εκπαιδευτικών 

παραδειγµάτων πρέπει να είναι προσεγγιστικά 10 φορές ο αριθµός των συναπτικών 

βαρών στο δίκτυο.  

 
Άσκηση αυτοαξιολόγησης 4.6 / 8: 
 
Ποιά είναι η επίδραση του µεγέθους του εκπαιδευτικού συνόλου στην εκπαίδευση του 
νευρωνικού δικτύου. 
 
Απάντηση: 

Όσο µεγαλύτερο είναι το µέγεθος, τόσο µικρότερος είναι ο αριθµός των κύκλων και το 

µέσο τετραγωνικό λάθος. 

 
Άσκηση αυτοαξιολόγησης 4.6 / 9: 
Ποιο είναι το αποτέλεσµα της αύξησης του αριθµού των κρυφών νευρώνων; 
 
Απάντηση: 

Βελτιώνεται ελαφρώς το µέσο τετραγωνικό λάθος, αλλά δεν βελτιώνεται ο σωστός 

διαχωρισµός των προτύπων. 



 
Άσκηση αυτοαξιολόγησης 4.6 / 10: 
 
Ποιά είναι τα βασικά συµπεράσµατα σχετικά µε τη βέλτιστη τιµή των παραµέτρων η 
και α.  
 
Απάντηση: 
Είναι τρία και προκύπτουν από τα αποτελέσµατα των προσοµοιώσεων που 
παρουσιάζονται στα σχήµατα της ενότητας 4.6.2. 
 
Άσκηση αυτοαξιολόγησης 4.6 / 11: 
 
Να αναφέρετε ένα κριτήριο σύγκλισης ενός Ν.∆., δηλαδή πότε τερµατίζει η εκτέλεση 
του αλγορίθµου. 
 
Απάντηση: 
 
Σε κάθε επανάληψη πρέπει να ισχύει η συνθήκη: Ε(n+1) – E(n) ≤ ε, όπου ε οσοδήποτε 
µικρό. 
 
Άσκηση αυτοαξιολόγησης 4.6 / 12: 
 
Ποιες συνθήκες, και µε ποιούς περιορισµούς, καθορίζουν το κατάλληλο µέγεθος 
εκπαιδευτικού συνόλου για έγκυρη γενίκευση; 
 
Απάντηση: 
 
Η σωστή απάντηση βρίσκεται στην ενότητα 4.6.5. 

∆ραστηριότητα 4/1: 

Να σχεδιάστε και να υλοποιήσετε ένα πολυεπίπεδο Perceptron, το οποίο εκπαιδεύεται 

µε το Γενικευµένο ∆έλτα κανόνα. Να επιβεβαιώσετε τα αποτελέσµατα  που 

παρουσιάζονται στους πίνακες που περιέχονται στην ενότητα 4.6. 

Υπόδειξη: 

Μπορείτε να χρησιµοποιήσετε έτοιµα προγράµµατα που υλοποιούν τον παραπάνω 

αλγόριθµο. 

 

4.7 Σύνοψη κεφαλαίου 

Σε αυτό το κεφάλαιο ασχοληθήκαµε µε θέµατα που αφορούν την υλοποίηση Τ.Ν.∆. 

πολλών επιπέδων. Πρώτα συζητήσαµε το πρόβληµα της αρχικοποίησης, µερικούς 

τρόπους αποτελεσµατικότερης εκτέλεσης των αλγορίθµων και την εφαρµογή τους σαν 

συστήµατα ταξινόµησης. Όµως, το βασικό πρόβληµα στην υλοποίηση ενός Ν.∆., για 

την επίλυση ενός πραγµατικού προβλήµατος είναι ότι δεν είναι εκ των προτέρων 



γνωστή η διαµόρφωση του δικτύου. ∆ηλαδή δεν γνωρίζουµε τον ακριβή αριθµό 

κρυφών επιπέδων καθώς και τον αριθµό των κόµβων ανά κρυφό επίπεδο. Επειδή δεν 

υπάρχει κάποια γενική θεωρία που επιλύει αυτό το πρόβληµα προσπαθήσαµε να 

δώσουµε µερικές ιδέες για το πως αντιµετωπίζεται ο καθορισµός του βέλτιστου 

δικτύου, µε τη βοήθεια µιας µελέτης περίπτωσης. Αυτή η µελέτη έγινε µε τη βοήθεια 

προσοµοίωσης σε ηλεκτρονικό υπολογιστή. 

  Το βασικό πλεονέκτηµα των Perceptrons πολλών επιπέδων είναι ότι µπορούν να 

διαχωρίσουν µη-γραµµικά διαχωριζόµενα πρότυπα. Θεωρητικά λοιπόν, µπορούν να 

αντιµετωπίσουν οποιοδήποτε πρόβληµα ταξινόµησης προτύπων. ∆υστυχώς όµως, 

στην πράξη τα πράγµατα δεν είναι τόσο απλά. Όπως ήδη αναφέραµε, το βασικό 

πρόβληµα ενός τέτοιου δικτύου είναι ο καθορισµός της βέλτιστης δοµής που είναι 

κατάλληλη για την επίλυση ενός συγκεκριµένου προβλήµατος. Έχοντας επιλέξει 

σωστά το εκπαιδευτικό σύνολο, αυτόµατα έχουµε καθορίσει τον αριθµό των εισόδων 

και των εξόδων του δικτύου. ∆εν έχουµε όµως καµία εκ των προτέρων γνώση για την 

εσωτερική αρχιτεκτονική του δικτύου (αριθµός κρυφών επιπέδων και αριθµός κόµβων 

ανά κρυφό επίπεδο). Ένας προφανής τρόπος, για να αντιµετωπίσουµε αυτό το 

πρόβληµα, είναι µε τη µέθοδο δοκιµής και λάθους (trial and error). Με βάση κάποιους 

εµπειρικούς κανόνες, υλοποιούµε µια συγκεκριµένη αρχιτεκτονική δικτύου και το 

εκπαιδεύουµε, ελπίζοντας σε καλή γενίκευση. Αν µετά την εκπαίδευση το λάθος στην 

έξοδο του δικτύου είναι σχετικά µεγάλο, τροποποιούµε την δοµή του (προσθέτοντας ή 

αφαιρώντας κρυφά επίπεδα ή/και κόµβους) και το εκπαιδεύουµε πάλι. Έτσι, µε 

διαδοχικές δοκιµές, ελπίζουµε να επιτύχουµε το (σχεδόν)  βέλτιστο δίκτυο. Είναι 

προφανές ότι αυτή η διαδικασία είναι χρονοβόρα και επίπονη. Γι’ αυτό το λόγο 

λέγεται ότι µαθαίνει κανείς µαζί µε το δίκτυο. 

  Το πρόβληµα του πειραµατικού προσδιορισµού του βέλτιστου πολυεπίπεδου 

Perceptron, αντιµετωπίστηκε σαν ένα σύνολο από υποπροβήµατα. Αυτά ήταν ο 

καθορισµός του βέλτιστου αριθµού κρυφών νευρώνων, των βέλτιστων σταθερών 

µάθησης και ορµής και του βέλτιστου σχεδιασµού του δικτύου. Τέλος ασχοληθήκαµε 

µε το πρόβληµα της γενίκευσης και του υπολογισµού του κατάλληλου µεγέθους του 

εκπαιδευτικού συνόλου για έγκυρη γενίκευση. 

  Εδώ ολοκληρώθηκε η παρουσίαση της ύλης των Τεχνητών Νευρωνικών ∆ικτύων. 

Στα επόµενα δύο κεφάλαια, θα γίνει η παρουσίαση του δεύτερου αντικειµένου αυτού 

του µαθήµατος, δηλαδή των Γενετικών Αλγορίθµων. 



 

 

4.8 Βιβλιογραφία 

1. “NEURAL NETWORKS: A Comprehensive Foundation’’, S. Haykin, Macmillan 

Publishing Company, N.Y., 1994 (ISBN 0-02-352761-7) 

 

2. ‘’NEURAL NETWORK DESIGN’’, M. T. Hagan, H. B. Demuth and m. Beal, 

PWS Publishing Company, Boston, 1996 (ISBN 0-534-94332-2) 

 

3.  ‘Genetic Algorithms + Data Structures = Evolution Programs’, Z. Michalewich, 

Springer - Verlang, 2nd ed., 1992. 

 

4. ‘’GENETIC ALGORITHMS in Search, Optimization and Machine Learning’’, 

D.E. Goldberg, Addison Wesley Publishing Company, Inc., 1989. 

 

 

 

 

 

 

 

 

 

 

 


