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3. ΑΛΓΟΡΙΘΜΟΙ  ΜΑΘΗΣΗΣ 

 

Σκοπός 

  Στο δεύτερο κεφάλαιο αναφέραµε τα δοµικά στοιχεία ενός Τεχνητού Νευρωνικού 

∆ικτύου. Επίσης µελετήσαµε διάφορες συναρτήσεις, οι οποίες χρησιµοποιούνται σαν 

συναρτήσεις ενεργοποίησης των τεχνητών νευρώνων. Τέλος, παρουσιάσαµε τις 

γνωστές κατηγορίες και αρχιτεκτονικές των Τ.Ν.∆., που χρησιµοποιούνται για 

πρακτικές εφαρµογές. 

  Σε αυτό το κεφάλαιο θα παρουσιάσουµε τους τρεις βασικούς αλγορίθµους  µάθησης 

(εκπαίδευσης) Ν.∆.. Θα ξεκινήσουµε την παρουσίαση, µε τον αλγόριθµο εκπαίδευσης 

του απλού Perceptron (Αισθητήρα) και το θεώρηµα της σύγκλισής του. Ακολουθεί ο 

αλγόριθµος Ελάχιστου Μέσου Τετραγωνικού (Ε.Μ.Τ.) λάθους, για την εκπαίδευση 

ενός απλού Ν.∆.. Για την απόδειξη του αλγορίθµου, θα δανειστούµε ιδέες από το 

γραµµικό πρόβληµα φιλτραρίσµατος. Θα παρουσιάσουµε πρώτα τις εξισώσεις των 

Wiener-Hopf και στη συνέχεια τις δύο µεθόδους επίλυσής τους. Αυτές είναι η µέθοδος 

Ταχύτερης Καθόδου και η µέθοδος του Ελάχιστου Μέσου Τετραγωνικού λάθους. 

Τέλος, θα παρουσιάσουµε το βασικό αλγόριθµο εκπαίδευσης για δίκτυα εµπρός 

τροφοδότησης πολλών επιπέδων, που είναι γνωστά σαν Perceptrons πολλών επιπέδων. 

Ο αλγόριθµος εκπαίδευσης αυτών των δικτύων είναι ο πολύ δηµοφιλής αλγόριθµος 

Πίσω ∆ιάδοσης (Π.∆.) του λάθους. Αν και η παραγωγή του αλγορίθµου είναι αρκετά 

πολύπλοκη, ο ίδιος ο αλγόριθµος είναι εύκολο να υλοποιηθεί και έχει τύχει ευρείας 

εφαρµογής σε πολλά πρακτικά προβλήµατα. 

  Συνοψίζοντας, µπορούµε να πούµε ότι σκοπός αυτού του κεφαλαίου είναι η 

παρουσίαση των βασικών αλγορίθµων εκπαίδευσης τόσο απλών όσο και 

πολυεπίπεδων Τ.Ν.∆.. Έτσι ο αναγνώστης, µελετώντας τα τρία πρώτα κεφάλαια, θα 

έχει αποκτήσει µια γενική εικόνα για το τι είναι τα Τεχνητά Νευρωνικά ∆ίκτυα, που 

αποτελούν ένα σηµαντικό τµήµα της Υπολογιστικής Νοηµοσύνης και πως 

εκπαιδεύονται. 

 

Προσδοκώµενα Αποτελέσµατα: 



Όταν θα έχετε τελειώσει τη µελέτη αυτού του κεφαλαίου, θα µπορείτε να:  

• υλοποιήσετε τον αλγόριθµο εκπαίδευσης του απλού Perceptron, 

• υλοποιήσετε τον αλγόριθµο εκπαίδευσης Ε.Μ.Τ. λάθους, 

• υλοποιήσετε τον αλγόριθµο εκπαίδευσης Π.∆. του λάθους, για Perceptrons πολλών 

επιπέδων, 

• εξηγήσετε τη λειτουργία απλών και πολυεπίπεδων Τ.Ν.∆.. 

 

Έννοιες Κλειδιά: 

• αλγόριθµοι εκπαίδευσης 

• κανόνας διόρθωσης του λάθους 

• εκπαιδευτικό σύνολο 

• γραµµικά διαχωριζόµενα πρότυπα 

• αλγόριθµος του Perceptron 

• θεώρηµα σύγκλισης 

• συνάρτηση κόστους 

• αλγόριθµος Ε.Μ.Τ. λάθους 

• µέθοδος ταχύτερης καθόδου 

• αλγόριθµος Π.∆. του λάθους 

• λειτουργικά σήµατα 

• σήµατα λάθους 

• αλυσιδωτός κανόνας παραγώγισης 

 

 

Εισαγωγικές Παρατηρήσεις:  

 

  Στα δύο προηγούµενα κεφάλαια αναφέραµε ότι τα Ν.∆. εκπαιδεύονται µε τη βοήθεια 

παραδειγµάτων, έτσι ώστε να µαθαίνουν το περιβάλλον τους. Ένα παράδειγµα 

περιλαµβάνει την είσοδο και την επιθυµητή έξοδο σε αυτή. Το σύνολο των 

παραδειγµάτων αποτελεί το εκπαιδευτικό σύνολο. Για την εκπαίδευση 

χρησιµοποιούνται κανόνες, οι οποίοι βασίζονται στην ελαχιστοποίηση του λάθους 

στην έξοδο του δικτύου. Ακολουθεί η γενίκευση, δηλαδή τα Ν.∆. µαθαίνουν 

παραδείγµατα για τα οποία δεν έχουν εκπαιδευτεί.  Όπως υπάρχουν πολλές κατηγορίες 

Ν.∆., ανάλογα µε την αρχιτεκτονική τους  και τον τρόπο εκπαίδευσής τους έτσι 



υπάρχει µεγάλη ποικιλία αλγορίθµων εκπαίδευσης, ανάλογα µε τον κανόνα µάθησης 

και τον αλγόριθµο ελαχιστοποίησης που χρησιµοποιείται.  Στις επόµενες ενότητες, θα 

παρουσιάσουµε δύο βασικές κατηγορίες εκπαίδευσης των Τ.Ν.∆.. Πρώτα θα 

παρουσιάσουµε τους δύο αλγορίθµους εκπαίδευσης απλών Ν.∆., ενός επιπέδου. Αυτά 

τα δίκτυα είναι κατάλληλα για την ταξινόµηση προτύπων, που είναι γραµµικά 

διαχωριζόµενα. Στη συνέχεια θα ασχοληθούµε µε δίκτυα πολλών επιπέδων που είναι 

γνωστά και σαν Perceptrons πολλών επιπέδων. Αυτά τα δίκτυα εκπαιδεύονται µε τον 

αλγόριθµο Πίσω ∆ιάδοσης του λάθους και είναι κατάλληλα για την ταξινόµηση 

προτύπων  που δεν είναι γραµµικά διαχωριζόµενα. Αυτός είναι ο λόγος που αυτή η 

κατηγορία Τ.Ν.∆. έχει χρησιµοποιηθεί για την επίλυση µιας µεγάλης ποικιλίας 

πρακτικών προβληµάτων. 

 

3.1 Ο αλγόριθµος µάθησης του Perceptron (Αισθητήρα) 

Το Perceptron είναι η απλούστερη µορφή Νευρωνικού δικτύου, το οποίο 

χρησιµοποιείται για την ταξινόµηση ενός ειδικού τύπου προτύπων, που είναι γραµµικά 

διαχωριζόµενα (δηλαδή πρότυπα που βρίσκονται στις αντίθετες πλευρές ενός 

υπερεπιπέδου, το οποίο ορίζει τις περιοχές απόφασης).   

  ΄Ενα τέτοιο δίκτυο φαίνεται στο παρακάτω σχήµα 1: 

 

 

 

Σχήµα  1 :  P e r c e p t r o n  ε ν ό ς  ε π ι π έ δ ο υ  

 

  Προκειµένου να εκπαιδευτεί ένα τέτοιο Ν.∆., σαν αλγόριθµος εκπαίδευσης 

χρησιµοποιείται ο γνωστός κανόνας του Rosenblatt[1]. Αυτός ο κανόνας εφαρµόζεται 

στο γνωστό µοντέλο Mc Culloch – Pitts, για το νευρώνα. Όπως είδαµε στο δεύτερο 



κεφάλαιο αποτελείται από ένα γραµµικό συνδυαστή ακολουθούµενο από ένα στοιχείο 

κατωφλίου και η παραγόµενη έξοδος παίρνει µε τιµές ± 1. 

  Θεωρούµε το διάγραµµα ροής σήµατος του Perceptron, που φαίνεται στο σχήµα 2. 

                                                    
 
Σχήµα 2: Το διάγραµµα ροής σήµατος του Perceptron. 
 
Η έξοδος του γραµµικού συνδυαστή υπολογίζεται εύκολα από το διάγραµµα του 
σχήµατος 2 και είναι: 

 υ θ= −
=
∑ w xi i
i

p

1

                                                  (1) 

                                                   
  Σκοπός του Perceptron είναι να ταξινοµήσει ένα σύνολο εισόδων (προτύπων) x1, x2, 

… xρ σε µία από τις κλάσεις l1 και l2. Ο κανόνας απόφασης για την ταξινόµηση είναι: 

ανάθεσε το σηµείο που αναπαριστούν x1, x2, … xρ τα στην κλάση l1, αν y = +1 και 

στην κλάση l2 αν y = -1. Οι περιοχές απόφασης διαχωρίζονται από το υπερεπίπεδο που 

ορίζεται από τη σχέση: 

 

υ θ= −
=
∑ w xi i
i

p

=  0
1

      ⇔ w1 x1 + w2 x2 - θ = 0                                          (2)                        

 

  Στο σχήµα 3 φαίνεται η γραµµική διαχωρισιµότητα για ένα δισδιάστατο πρόβληµα 

ταξινόµησης, µε δύο κλάσεις. 



  

Σχήµα 3: Το όριο και οι περιοχές απόφασης για ένα δισδιάστατο πρόβληµα 

ταξινόµησης δύο κλάσεων. 

 

  Από το παραπάνω σχήµα φαίνεται το αποτέλεσµα της εφαρµογής του κατωφλίου, το 

οποίο µετατοπίζει το όριο απόφασης από την αρχή των αξόνων. Τα συναπτικά βάρη 

του Perceptron, µπορούν να προσαρµοσθούν επαναληπτικά. Για την προσαρµογή του 

διανύσµατος βαρών w, χρησιµοποιούµε έναν κανόνα διόρθωσης λάθους, που είναι 

γνωστός σαν κανόνας σύγκλισης του Perceptron και αναπτύσσεται στην επόµενη 

υποενότητα. 

 

3.1.1 Το θεώρηµα σύγκλισης του Perceptron 
 
  Για την παραγωγή του αλγορίθµου µάθησης διόρθωσης λάθους, για ένα απλό 

Perceptron ενός επιπέδου, θα εργαστούµε µε το µοντέλο ροής σήµατος του σχήµατος 

4. Θεωρούµε το κατώφλι θ(n) σαν ένα συναπτικό βάρος, που είναι συνδεδεµένο σε µια 

σταθερή είσοδο -1. ΄Αρα, το (p + 1) x 1 διάνυσµα εισόδου είναι: 

 x(n) = [ -1, x1(n), x2(n), … , xp(n) ]T       (3) 

και αντίστοιχα ορίζουµε το (p + 1) x 1 διάνυσµα βαρών: 

 w(n) = [ θ(n), w1(n), w2(n), …, wp(n) ]T     (4) 

  H έξοδος του γραµµικού συνδυαστή είναι:  

            υ(n) = wT(n) x(n)                                                               (5) 

  Aν οι κλάσεις l1 και l2 είναι γραµµικά διαχωριζόµενες, τότε υπάρχει ένα διάνυσµα 

βαρών, για το οποίο µπορούµε να ορίσουµε ότι: 



  

 και      
 l  x     0  
 l  x     0  

2
T

1
T

⎭
⎬
⎫

∈∀<
∈∀≥

xw
xw                                  (6) 

  
  Το πρόβληµα για το απλό Perceptron είναι να βρούµε το διάνυσµα βαρών w, το 

οποίο ικανοποιεί τις ανισότητες (6). 

 

 

 
Σχήµα 4: Ισοδύναµο διάγραµµα ροής σήµατος του Perceptron. 

   

Ο αλγόριθµος προσαρµογής των βαρών µπορεί τώρα να διατυπωθεί ως εξής. 

 

1. Αν το n - στό µέλος του εκπαιδευτικού διανύσµατος x(n), ταξινοµείται σωστά από 

το διάνυσµα βαρών στην η-στή επανάληψη του αλγορίθµου, δεν γίνεται καµία 

διόρθωση στο w(n), δηλαδή: 

            w(n + 1) = w(n) αν wT(n) x(n) ≥ 0 και  x(n) ∈ l1 

και w(n + 1) = w(n) αν wT(n) x(n) < 0 και x(n) ∈ l2    (7) 

2. ∆ιαφορετικά, το διάνυσµα βαρών του Perceptron, ενηµερώνεται σύµφωνα µε τον 

κανόνα: 

 w(n + 1) = w(n) - η(n) x(n) αν wT(n) x(n) ≥ 0 και x(n) ∈ l2 

και w(n + 1) = w(n) + η(n) x(n) αν wT(n) < 0 και x(n) ∈ l1  (8) 

όπου η παράµετρος ρυθµού - µάθησης η(n) ελέγχει τις ρυθµίσεις, που εφαρµόζονται 

στο διάνυσµα βαρών στην επανάληψη η. 

  Αν η(n) = η - ct > 0, τότε έχουµε ένα κανόνα σταθερά αυξανόµενης προσαρµογής 



(fixed increment adaptation rule) για το Perceptron. Για τη µελέτη της σύγκλισης 

αυτού του αλγορίθµου, ο αναγνώστης παραπέµπεται στην αναφορά [1, κεφάλαιο4]. 

Εκεί αποδεικνύεται ότι ο κανόνας εκπαίδευσης του απλού Perceptron, για γραµµικά 

διαχωριζόµενα πρότυπα, συγκλίνει σε πεπερασµένο αριθµό επαναλήψεων. 

 

3.1.2  Ανακεφαλαίωση 

 
  Στον πίνακα 1, παρουσιάζεται η ανακεφαλαίωση του αλγόριθµου σύγκλισης του 

Perceptron [1]. 

  Το σύµβολο sgn( ⋅ ), που χρησιµοποιείται στο βήµα 3 του πίνακα, για τον 

υπολογισµό της πραγµατικής απόκρισης του Perceptron, παριστάνει την συνάρτηση 

προσήµου: 

            
sgn ( ) =  

      > 0
      < 0υ

αν υ
αν υ

+
−

⎧
⎨
⎩

1
1

     

         
   
ΠΙΝΑΚΑΣ 1: Αλγόριθµος Σύγκλισης του  Perceptron 
 
           Μεταβλητές και Παράµετροι 
 x(n)  = (p + 1) x 1 input vector 

  [ -1, x1(n), x2 (n), … xρ (n) ]
T 

 w(n) = (p + 1) x 1 weight vector 

  = [ θ(n), w1(n), w2 (n), … , wp(n) ]
T
 

 θ(n)  = threshold (κατώφλι) 
 y(n) = actual response (πραγµατική έξοδος) 
 d(n) = desired response (επιθυµητή έξοδος) 
 η = learning - rate parameter, θετική σταθερά < 1 
 
Step 1: Αρχικοποίηση 
 Θέσε w(0) = 0. Κατόπιν κάνε τους υπολογισµούς για η = 1, 2, … 
Step 2: Ενεργοποίηση 

Στο χρόνο n, ενεργοποίησε το Perceptron εφαρµόζονται το συνεχές διάνυσµα 
εισόδου x(n) και το d(n). 

Step 3: Υπολογισµός πραγµατικής aπόκρισης 
 Υπολόγισε την πραγµατική απόκριση του Perceptron: 

 y(n) = sgn [w
T
(n) x(n) ] 



Step 4: Προσαρµογή διανύσµατος βαρών 
 Προσάρµοσε τα βάρη του Perceptron: 
 w(n + 1) = w(n) + n [d(n) - y(n) ] x(n) (E.C.L. rule) 
όπου:    

 
d(n) =

+ 1
-  1

⎧
⎨
⎩

, αν x(n) ανήκει στην κλάση l1 

                                , αν x(n) ανήκει στην κλάση l2 
Step 5: Aύξησε το χρόνο η κατά µια µονάδα και πήγαινε στο βήµα 2. 

 

Άσκηση αυτοαξιολόγησης 3.1/1:  
 
1. Γραµµικά διαχωριζόµενα είναι τα πρότυπα 

2. για τα οποία µπορούµε εύκολα να ορίσουµε περιοχές απόφασης 

3. για τα οποία  οι περιοχές απόφασης είναι γραµµικές 

4. που βρίσκονται στις αντίθετες πλευρές ενός υπερεπιπέδου που ορίζει τις περιοχές 

απόφασης 

5. τα οποία χρησιµοποιούνται για την εκπαίδευση του Perceptron. 

Απάντηση: Σύµφωνα µε τον ορισµό που δίνεται στην ενότητα 3.1, η σωστή απάντηση 

είναι η 3.   

Άσκηση αυτοαξιολόγησης 3.1/2:  
 
Να υποθέσετε ότι στο διάγραµµα ροής σήµατος του Pereptron του σχήµατος 4, η 
συνάρτηση ενεργοποίησης έχει τη µορφή: 

Όπου υ είναι η γραµµική έξοδος του νευρώνα. Οι αποφάσεις ταξινόµησης από το 
Perceptron, καθορίζονται από τον ακόλουθο κανόνα: 
 Το διάνυσµα παρατήρησης x ανήκει στην κλάση l1 αν y>θ.  
 ∆ιαφορετικά το x ανήκει στην κλάση l2. 
 
Απάντηση: Το σήµα εξόδου υπολογίζεται από τη σχέση 

Ισοδύναµα, µπορούµε να γράψουµε: 
                                                                           (1) 

Όπου : 

 
Η εξίσωση (1) είναι η εξίσωση ενός υπερεπιπέδου. 

)
2

tanh()( υυϕ =

∑+==
i

ii xwy )
2
1

2
tanh()

2
tanh( θυ

∑ ′=+
i

ii yxwθ

)(tanh2 1 yy −=′



Άσκηση αυτοαξιολόγησης 3.1/3: 

(α) Το Perceptron µπορεί να χρησιµοποιηθεί για να µάθει διάφορες λογικές 

συναρτήσεις. Να δείξετε την υλοποίηση των δυαδικών λογικών συναρτήσεων AND, 

OR και COMPLEMENT. 

(β)  Ένα βασικό µειονέκτηµα του Perceptron είναι ότι δεν µπορεί να υλοποιήσει την 

συνάρτηση EXCLUSIVE OR. Να εξηγήσετε το λόγο για αυτόν τον περιορισµό. 

Απάντηση: 

(α) Να κατασκευάσετε τον πίνακα αλήθειας για κάθε µια συνάρτηση. Στη συνέχεια να 

υλοποιήσετε ένα Perceptron  δύο εισόδων µε µοναδιαία βάρη και κατώφλια –1.5, -0.5 

και +0.5 αντίστοιχα. Να επαληθεύσετε ότι ικανοποιούνται οι αντίστοιχοι πίνακες. 

(β) Από τον πίνακα αλήθειας της συναρτησης, προκύπτει εύκολα ότι δεν µπορούµε να 

κατασκευάσουµε ένα γραµµικό όριο απόφασης (όπως στο σχήµα 3). 

 

3.2 Ο αλγόριθµος Ελάχιστου Μέσου Τετραγωνικού (EMT) λάθους 

Σε αυτό το κεφάλαιο θα ασχοληθούµε µε µία ″πρωτόγονη″ κατηγορία νευρωνικών 

δικτύων που αποτελούνται από ένα απλό νευρώνα και λειτουργούν κάτω από την 

υπόθεση της γραµµικότητας. Αυτή η κατηγορία νευρωνικών δικτύων είναι σπουδαία 

για τρεις λόγους: 

α. Αναπτύσσεται  καλά  η  θεωρία  των γραµµικών  προσαρµοζόµενων    φίλτρων που 

χρησιµοποιούν το  µοντέλο  ενός   απλού   γραµµικού   νευρώνα, µε   πάρα   πολλές  

εφαρµογές, όπως ο αυτόµατος έλεγχος, τα ραντάρ, τα σόναρ, κ.λ.π.. 

β. Είναι ένα προϊόν της πρωτοποριακής δουλειάς που έγινε στα νευρωνικά δίκτυα τη 

δεκαετία του 1960. 

γ. Μια µελέτη των γραµµικών προσαρµοζόµενων φίλτρων ανοίγει το δρόµο για τη 

θεωρητική ανάπτυξη της πιο γενικής περίπτωσης των perceptrons πολλών-επιπέδων,  

που  περιλαµβάνει τη χρήση µη-γραµµικών στοιχείων. 

       Θα αρχίσουµε τη µελέτη µας µε µία σύντοµη αναφορά στο πρόβληµα του 

βέλτιστου γραµµικού φιλτραρίσµατος. Στη συνέχεια διατυπώνεται ο αλγόριθµος 

Ελαχίστων Μέσων Τετραγώνων (Least Mean Square – LMS), που είναι επίσης 

γνωστός σαν Delta-rule ή σαν ο κανόνας των Widrow και Hoff (1960). 

       Ο αλγόριθµος LMS λειτουργεί µε το µοντέλο ενός απλού γραµµικού νευρώνα, και 



έχει βρεί πολλές εφαρµογές. Πράγµατι, ο LMS αλγόριθµος καθιερώθηκε σαν ένα 

σπουδαίο λειτουργικό κοµµάτι στην συνεχώς επεκτεινόµενη περιοχή της 

προσαρµοζόµενης επεξεργασίας σηµάτων [1].  

 

3.2.1 Οι εξισώσεις των Wiener-Hopf  
 
         Θεωρείστε ένα σύνολο από p αισθητήρες, τοποθετηµένους σε διαφορετικά 

σηµεία στο χώρο, όπως φαίνεται στο σχήµα 5. Έστω x1,x2, ... ,xp , τα σήµατα που 

παράγονται από αυτούς τους αισθητήρες. Αυτά τα σήµατα εφαρµόζονται σε ένα 

αντίστοιχο σύνολο βαρών w1,w2, ... ,wp . Τα ζυγισµένα σήµατα προστίθενται τότε , για 

να παράγουν την έξοδο y. Αν d, είναι η επιθυµητή έξοδος το ζητούµενο είναι να 

υπολογίσουµε τη βέλτιστη τιµή του w , έτσι ώστε να ελαχιστοποιεί το λάθος e=d-y. Η 

λύση σε αυτό το πρόβληµα βρίσκεται στις εξισώσεις των Wiener-Hopf .                              

   
 

                   Σχήµα 5: Χωρικό φίλτρο (Spatial filter) 

 

Η σχέση εισόδου-εξόδου του παραπάνω φίλτρου είναι :                         

                                        y = w xk
k

p
k

=
∑

1
                                 (9) 

  

και το σήµα λάθους :       e = d-y                                  (10) 

Ένα µέτρο επίδοσης ή συνάρτηση κόστους , είναι το µέσο τετραγωνικό λάθος (mean-

squared error), που ορίζεται από τη σχέση: 

 



                                        J = ½ E[e2]                             (11) 

 

Μπορούµε τώρα να ορίσουµε το γραµµικό πρόβληµα φιλτραρίσµατος ως εξής : 

     Ζητείται να καθοριστεί το βέλτιστο σύνολο βαρών wo1,wo2, ... ,wop , για το οποίο το 

µέσο τετραγωνικό λάθος  J είναι ελάχιστο. 

Λύση : Είναι γνωστή σαν φίλτρο Wiener, το οποίο παρουσιάζεται στη συνέχεια. 

Αντικαθιστώντας τις εξισώσεις (9) και (10) στην(11) έχουµε: 

J = ½ E[d2] - E [ w x dk
k

p
k

=
∑

1
] + ½ [

j

p

=
∑

1 k

p

=
∑

1
 wjwkxjxk]                                          (12) 

όπου το διπλό άθροισµα χρησιµοποιείται για να αναπαραστήσει το τετράγωνο του 

αθροίσµατος. Επειδή ο τελεστής Ε είναι γραµµικός , µπορούµε να αλλάξουµε τη σειρά 

µε το Σ, άρα έχουµε:  

                           J = ½ E[d2] - 
k

p

=
∑

1
 wkE[xkd] + ½ 

j

p

=
∑

1
 
k

p

=
∑

1
wjwk E[xjxk]             (13)    

 

όπου τα  w θεωρούνται σταθερές, άρα βγαίνουν έξω από το Ε[.] . 

 

 Ορισµοί: 

1.  Η αναµενόµενη τιµή Ε[d2] είναι η µέση τετραγωνική τιµή του d, άρα : 

                                      rd = E[d2]                                                                               (14) 

2.  Η Ε[dxk] είναι η συνάρτηση ετεροσυσχέτισης (cross-correlation) µεταξύ του d και 

του xk . Έστω           

                                      rdx(k) = E[dxk]  , k=1,2, ... p                                                  (15)  

3.  Η Ε[xjxk] είναι η συνάρτηση αυτοσυσχέτισης (autocorrelation) του συνόλου των   

σηµάτων εισόδου .  Έστω 

                                 

                             rx(j,k) = E[xj,xk]       j,k=1,2 ... p                                                    (16)  

 

Με βάση τους παραπάνω ορισµούς µπορούµε να απλοποιήσουµε την εξίσωση (13) ως 

εξής : 

 



                    J = ½ rd - 
k

p

=
∑

1
 wkrdx(k) + ½ 

j

p

=
∑

1
 
k

p

=
∑

1
 wjwkrx(j,k)                              (17) 

 

       Μια σχεδίαση πολλών διαστάσεων της συνάρτησης κόστους J , ως προς τα βάρη   

w1,w2, ... ,wp , αποτελεί την επιφάνεια απόδοσης λάθους , ή απλώς την επιφάνεια 

λάθους του φίλτρου. Έχει κοίλο σχήµα , µε πολύ καλά καθορισµένο πυθµένα, ή 

σηµεία ολικού ελάχιστου. Αυτό το σηµείο , είναι ακριβώς το βέλτιστο για το φίλτρο , 

µε την έννοια ότι το µέσο τετραγωνικό λάθος παίρνει την ελάχιστη τιµή του Jmin  . 

       Για τον προσδιορισµό του βέλτιστου διαφορίζουµε τη συνάρτηση κόστους J  ως 

προς wk και µηδενίζουµε το αποτέλεσµα για κάθε k . H µερική παράγωγος του J ως 

προς wk , είναι η κλίση (gradient) της επιφάνειας λάθους ως προς το συγκεκριµένο wk 

. Άρα : 

                                                     ∇wkJ = d
d k

J
w

  , για  k=1,2, ... , p                             

(18)    

Παραγωγίζοντας την εξίσωση (17) ως προς wk ,έχουµε : 

                                   ∇wkJ = -rdx(k) + 
j

p

=
∑

1
 wjrx(j,k)                              

(19) 

Άρα η βέλτιστη συνθήκη για το φίλτρο , ορίζεται από την εξίσωση: 

  

                                    ∇wkJ = 0   ,  k=1,2, ... ,p                             

(20) 

 

Έστω ότι το wok , δηλώνει τη βέλτιστη τιµή του wk . Τότε από την εξίσωση (19), 

βρίσκουµε ότι οι βέλτιστες τιµές των βαρών καθορίζονται από το ακόλουθο σύνολο 

εξισώσεων : 

                                     
j

p

=
∑

1
 wojrx(j,k) = rxd(k)   ,   k=1,2, ... ,p                                (21) 

 

Αυτό το σύνολο εξισώσεων είναι γνωστό σαν εξισώσεις των Wiener-Hopf και το 

φίλτρο του οποίου τα βάρη ικανοποιούν τις εξισώσεις Wiener-Hopf καλείται φίλτρο 



Wiener. 

 

3.2.2 Η µέθοδος Ταχύτερης Καθόδου (Steepest Descent) 
 

       Για να λύσουµε τις εξισώσεις Wiener-Hopf  , πρέπει να υπολογίσουµε τον 

αντίστροφο ενός (pxp) πίνακα, τον rx(j,k), για j, k=1, 2, ... , p. Μπορούµε να 

αποφύγουµε την αντιστροφή, αν χρησιµοποιήσουµε τη µέθοδο steepest descent. 

Σύµφωνα µε αυτή τη µέθοδο, υποθέτουµε ότι τα βάρη του φίλτρου είναι χρονικά 

µεταβαλλόµενα και ότι οι τιµές τους διορθώνονται µε ένα επαναληπτικό τρόπο κατά 

µήκος της επιφάνειας λάθους, µετακινώντας τα προοδευτικά προς τη βέλτιστη λύση. Η 

µέθοδος ταχύτερης καθόδου έχει σαν στόχο τη συνεχή αναζήτηση βέλτιστης λύσης . 

       Όπως φαίνεται και στο σχήµα 6, οι διορθώσεις για να είναι επιτυχείς πρέπει να 

γίνονται σε κατεύθυνση αντίθετη προς το διάνυσµα κλίσης, του οποίου τα στοιχεία 

καθορίζονται από τη σχέση : 

                        ∇wkJ  ,  για  k=1,2, .... ,p  

 
 

                  J 

                                                                                                                       

                                                                                                                           

 

                                                                                                                         

                                      d
d

J
W

   

 

            Jmin                                                            ∆w=-n d
d

J
W  

 

                                                               •                                                           w(k) 

                       0        w0    w(n-1) w(n)                                 

 

Σχήµα 6: Το κριτήριο MSE για την προσαρµογή ενός βάρους w. 

 

Έστω wk(n) , η τιµή του βάρους wk , που υπολογίζεται τη χρονική στιγµή  n  , µε τη 

µέθοδο ταχύτερης καθόδου.  Αντίστοιχα, η κλίση της επιφάνειας λάθους, ως προς τα 

βάρη , παίρνει τη χρονικά µεταβαλλόµενη µορφή : 



                               ∇wkJ(n) = - rdx(k) + 
j

p

=
∑

1
 wj(n)rx(j,k)                              

(22) 

δηλαδή, οι δείκτες k, j αναφέρονται σε θέσεις των διαφορετικών αισθητήρων στο 

χώρο, ενώ ο δείκτης  n , αναφέρεται σε αριθµό επανάληψης. Σύµφωνα µε τη µέθοδο 

ταχύτερης καθόδου, η διόρθωση που εφαρµόζεται στο βάρος wk(n), στην επανάληψη 

n, δίνεται από τη σχέση: 

                              ∆wk(n) = - n∇wkJ(n)  ,  k=1,2, ..., p                              

(23) 

όπου n είναι µια θετική σταθερά που ονοµάζεται παράµετρος µάθησης (learning-rate). 

∆οσµένης της παλιάς τιµής του k-τάξεως στοιχείου wk(n), στην επανάληψη n, η 

ενηµερωµένη τιµή του βάρους την επόµενη χρονική στιγµή n+1, υπολογίζεται από τη 

σχέση : 

                     wk(n+1) = wk(n) +∆wk(n) = wk(n) - n ∇wkJ(n)  ,  k=1,2, ... p                    

(24) 

 

Άρα , µπορούµε να ορίσουµε τη µέθοδο ταχύτερης καθόδου ως εξής : 

       Η ενηµερωµένη τιµή του k-οστού βάρους ενός φίλτρου Wiener (που έχει σχεδιαστεί 

βάσει του MSE), ισούται µε την παλιά τιµή του βάρους συν µια διόρθωση , η οποία είναι 

ανάλογη της αρνητικής κλίσης της επιφάνειας  λάθους , ως προς αυτό το συγκεκριµένο 

βάρος . 

Αντικαθιστώντας την εξίσωση (22) στην (24) , µπορούµε να τυποποιήσουµε την 

µέθοδο ταχύτερης καθόδου, σαν συνάρτηση των rx(j,k) , rdx(k) ως εξής : 

                        wk(n+1) = wk(n) + n[rdx(k) - 
j

p

=
∑

1
 wj(n)rx(j,k)]  ,  k=1,2, ... ,p            

(25) 

H µέθοδος ταχύτερης καθόδου είναι ακριβής µε την έννοια ότι δεν κάνει προσεγγίσεις 

στην παραγωγή της, η οποία βασίζεται στην ελαχιστοποίηση του MSE, που ορίζεται 

σαν : 

                                          J(n) = ½ E[e2(n)]                              

(26) 

 



H παραπάνω συνάρτηση κόστους είναι ένας µέσος συνόλου, που παίρνεται σε µία 

συγκεκριµένη στιγµή n  και πάνω σε ένα σύνολο χωρικών φίλτρων µε παρόµοια 

σχεδίαση , αλλά διαφορετικές εισόδους , που παίρνονται από τον ίδιο πληθυσµό. 

• Η µέθοδος ταχύτερης καθόδου µπορεί να προκύψει και από την ελαχιστοποίηση 

του αθροίσµατος των τετραγώνων του λάθους : 

                                                 ( ) ( ) ( )Ε Εtotal
i

n

i

n
n i e i= =

= =
∑ ∑

1

2

1

1
2

                                           (27) 

   όπου η ολοκλήρωση παίρνεται τώρα πάνω σε όλες τις επαναλήψεις του αλγορίθµου, 

αλλά για συγκεκριµένη υλοποίηση του φίλτρου. Αυτή  η δεύτερη προσέγγιση δίνει 

ίδια αποτελέσµατα µε την εξίσωση (25), αλλά µε διαφορετική ερµηνεία των 

συναρτήσεων συσχέτισης. Συγκεκριµένα, η συνάρτηση αυτοσυσχέτισης rx, και η 

συνάρτηση ετεροσυσχέτισης rdx  ορίζονται τώρα σαν χρονικές µέσες τιµές παρά σαν 

µέσες τιµές συνόλου. Αν η φυσική διαδικασία που παράγει τις εισόδους και την 

επιθυµητή απόκριση είναι από κοινού εργοδικές, τότε µπορούµε να αντικαταστήσουµε 

τις χρονικές µέσες τιµές µε τις µέσες τιµές συνόλου. 

 

Παρατηρήσεις:  

1.  Ανεξάρτητα από ποια προσέγγιση θα χρησιµοποιήσουµε, για να δουλέψει η 

µέθοδος ταχύτερης καθόδου, πρέπει να δώσουµε ιδιαίτερη προσοχή στην επιλογή 

της παραµέτρου µάθησης. 

2. Ένας πρακτικός περιορισµός της µεθόδου είναι ότι απαιτεί τη γνώση των χωρικών 

συναρτήσεων συσχέτισης rdk(k) και rx(j,k) . Όταν το φίλτρο λειτουργεί σε ένα 

άγνωστο περιβάλλον αυτές οι συναρτήσεις δεν είναι διαθέσιµες και σε αυτή την 

περίπτωση αναγκαζόµαστε να χρησιµοποιήσουµε τις εκτιµήσεις τους. 

3. Ο αλγόριθµος Ελάχιστου Μέσου Τετραγωνικού Λάθους (LMS) που περιγράφεται 

στη συνέχεια , προκύπτει από ένα απλό και συγχρόνως αποδοτικό τρόπο 

υπολογισµού αυτών των εκτιµήσεων. 

 

3.2.3 Η απόδειξη του αλγορίθµου LMS 
 

 Ο αλγόριθµος LMS βασίζεται στη χρήση στιγµιαίων εκτιµήσεων της 

συνάρτησης αυτοσυσχέτισης rx(j,k) και της συνάρτησης ετεροσυσχέτισης rdk(k). 

Αυτές οι εκτιµήσεις συνάγονται απ’ ευθείας από τις εξισώσεις ορισµού (15) και (16) 



ως εξής : 

                      ( ) ( ) ( )r j k x n x nk j k
∧

=,                                                                       (28) 

και                 ( ) ( ) ( )r k n x n d ndx k
∧

=;                                                                       (29) 

Οι ορισµοί που δίνονται από τις (28) και (29) έχουν γενικευθεί για να περιλαµβάνουν 

ένα µη στάσιµο περιβάλλον. Σε αυτή την περίπτωση τόσο τα σήµατα των αισθητήρων, 

όσο και οι επιθυµητές αποκρίσεις είναι χρονικά µεταβαλλόµενες. Άρα, 

αντικαθιστώντας τις rx(j,k)  και  rdk(k) στην (25) µε τις εκτιµήσεις τους έχουµε : 

          ( ) ( ) ( ) ( ) ( ) ( ) ( )w n w n x n d n w n x n x nk k k j j k
j

p∧ ∧ ∧

=
+ = + −

⎡

⎣

⎢
⎢

⎤

⎦

⎥
⎥∑1

1
η          

                           ( ) ( ) ( ) ( ) ( )= + −
⎡

⎣

⎢
⎢

⎤

⎦

⎥
⎥

∧ ∧

=
∑w n d n w n x n x nk j j
j

p
kη

1
      

                                ( ) ( ) ( )[ ] ( )= + −
∧
w n d n y n x nk kη  ,  k=1,2,...p                                (30) 

όπου y(n) είναι η έξοδος του χωρικού φίλτρου που υπολογίζεται στη n-στή επανάληψη 

σύµφωνα µε τον αλγόριθµο LMS, δηλαδή : 

            ( ) ( ) ( )y n w n x nj j
j

p
=

∧

=
∑

1
                                                                                (31) 

Σηµειώστε ότι στην εξίσωση (30) χρησιµοποιούµε  ( )nwk

∧

  αντί του ( )w nk , για να 

δώσουµε έµφαση στο γεγονός ότι η εξίσωση (30) περιλαµβάνει ‘’ εκτιµήσεις ‘’ των 

βαρών του χωρικού φίλτρου.  



 
 

Σχήµα 7: Προσαρµοζόµενο χωρικό φίλτρο. 

 

• Το σχήµα 7 δείχνει το λειτουργικό περιβάλλον του αλγορίθµου LMS , ο οποίος 

περιγράφεται πλήρως από τις εξισώσεις (44) και (45). 

Μία σύνοψη του αλγορίθµου  LMS , φαίνεται στον παρακάτω πίνακα 2, από τον οποίο 

φαίνεται και η απλότητα του αλγορίθµου. 

 

ΠΙΝΑΚΑΣ 2: Ο αλγόριθµος  LMS. 

1. Initialization. Set 

         ( )wk
∧

=1 0     for  k= 1, 2,  ... , p 
2. Filtering. For time n= 1, 2, ... , compute: 

          ( ) ( ) ( )y n w n x nj j
j

p
=

∧

=
∑

1
 

 
           ( ) ( ) ( )e n d n y n= −  
 

            ( ) ( ) ( ) ( )w n w n e n x nk k k
∧

+ = +1 η    for  k = 1, 2, ... , p 
 

• Όπως φαίνεται στον πίνακα , για την αρχικοποίηση του αλγορίθµου , συνηθίζεται 



να βάζουµε τα βάρη σε αρχικές τιµές ίσες µε το µηδέν. 

• Στη µέθοδο ταχύτερης καθόδου, που εφαρµόζεται σε ένα ‘’ γνωστό ‘’ περιβάλλον 

το διάνυσµα βαρών w(n), που αποτελείται από τα βάρη w1(n), w2(n),...., wp(n), 

αρχίζει µε αρχική τιµή w(0) , και µετά ακολουθεί µία ακριβώς καθορισµένη τροχιά 

( πάνω στην επιφάνεια λάθους ) , η οποία πράγµατι τελειώνει πάνω στη βέλτιστη 

λύση w0 , δεδοµένου ότι η παράµετρος µάθησης η έχει εκλεγεί κατάλληλα. 

Αντίθετα , στον αλγόριθµο LMS , που εφαρµόζεται σε ένα ‘’ άγνωστο ‘’ 

περιβάλλον , το διάνυσµα βάρους ( )w n
∧

 , που είναι µία εκτίµηση του w(n) , 

ακολουθεί µία τυχαία τροχιά. Γι’ αυτό το λόγο , ο αλγόριθµος LMS µερικές φορές 

αναφέρεται σαν στοχαστικός αλγόριθµος κλίσης ( stochastic gradient algorithm ). 

Καθώς ο αριθµός των επαναλήψεων , στον αλγόριθµο LMS , πλησιάζει το άπειρο , 

το ( )w n
∧

 εκτελεί ένα τυχαίο περίπατο ( Brownian motion ) , γύρω από την βέλτιστη 

λύση w0 . 

• Σε κάθε επανάληψη n , η µέθοδος ταχύτερης καθόδου ελαχιστοποιεί το µέσο 

τετραγωνικό λάθος J(n). Αυτή η συνάρτηση κόστους περιλαµβάνει µέση τιµή 

συνόλου , πράγµα που αυξάνει την ακρίβεια καθώς αυξάνει το n. Ενώ ο αλγόριθµος 

LMS , ελαχιστοποιεί τη στιγµιαία εκτίµηση της J(n) , άρα το διάνυσµα κλίσης του 

LMS είναι ‘’τυχαίο’’, και η ακρίβεια του βελτιώνεται κατά µέση τιµή, καθώς 

αυξάνει το n. 

• Επειδή η µέθοδος ταχύτερης καθόδου ελαχιστοποιεί το άθροισµα των τετραγώνων 

του λάθους Εtotal (n), για όλες τις προηγούµενες επαναλήψεις, περιλαµβανοµένης 

και της n, απαιτεί αποθήκευση µεγάλου όγκου πληροφορίας. Ο LMS 

ελαχιστοποιώντας το στιγµιαίο λάθος Ε(n), ελαχιστοποιεί τις απαιτήσεις µνήµης. 

Ο αλγόριθµος LMS λειτουργεί τόσο σε στάσιµο όσο και σε µη-στάσιµο περιβάλλον. 

Άρα ο LMS όχι µόνο αναζητά αλλά ανιχνεύει το βέλτιστο. Από αυτή την άποψη, όσο 

µικρότερη είναι η τιµή του η , τόσο καλύτερη είναι η σύγκλιση του αλγόριθµου. Όµως 

η βελτίωση της απόδοσης έχει σαν κόστος χαµηλό ρυθµό προσαρµογής. 

 

 

3.2.4 Γραµµικό προσαρµοζόµενο στοιχείο - ADALINE (Adaptive Linear Element) 
 

To Adaline ( Adaptive linear element - γραµµικό προσαρµοζόµενο στοιχείο), αρχικά 



χρησιµοποιήθηκε από τους Widrow και Hoff και είναι µία προσαρµοζόµενη µηχανή 

ταξινόµησης προτύπων, που χρησιµοποιεί τον αλγόριθµο LMS για τη λειτουργία του. 

Ένα µπλοκ διάγραµµα του Adaline φαίνεται στο σχήµα 8. Αποτελείται από ένα 

γραµµικό συνδυαστή , µία συσκευή κατωφλίου και ένα µηχανισµό προσαρµογής των 

βαρών. Οι είσοδοι x1,x2,...,xp παίρνουν την τιµή +1. Μια µεταβλητή κατωφλίου θ 

( [ ]( )1,0∈θ  εφαρµόζεται στη συσκευή κατωφλίου. Η επιθυµητή έξοδος d παίρνει 

 
 

Σχήµα 8: Το λειτουργικό διάγραµµα του Adaline. 

 

επίσης τιµές +1. Τα βάρη w1,w2,...,wp και το  κατώφλι θ προσαρµόζονται σύµφωνα µε 

τον αλγόριθµο LMS , χρησιµοποιώντας το λάθος e=d-u . Η έξοδος του Adaline y 

παίρνεται , περνώντας την έξοδο u του γραµµικού συνδυαστή µέσα από τη συσκευή 

κατωφλιού. Έτσι έχουµε :  

                {y = −
+

1
1      θ

θ
≥
<

u
u                                                                                         (32) 

  Αν eα είναι το πραγµατικό λάθος eα =d-y , ο στόχος της προσαρµοζόµενης 

διαδικασίας στο Adaline είναι ο εξής:  

  ∆οσµένου ενός συνόλου προτύπων εισόδου και των σχετικών επιθυµητών εξόδων , 

να βρεθεί το βέλτιστο σύνολο των συναπτικών βαρών και του κατωφλίου θ , έτσι ώστε 

να ελαχιστοποιηθεί το MSE του πραγµατικού λάθους eα .Επειδή είναι d=+1 και y=+1 

⇒ ea =+2 . Άρα, η ελαχιστοποίηση της  MSE τιµής των eα είναι ισοδύναµη µε την 

ελαχιστοποίηση του µέσου αριθµού των πραγµατικών βαρών.  

  Κατά την εκπαίδευση, η µηχανή µαθαίνει κάτι από κάθε πρότυπο και ως εκ τούτου, 



από αυτή την εµπειρία πραγµατοποιεί µια αλλαγή στη σχεδίαση της. Η συνολική 

εµπειρία που αποκτάται από τη µηχανή αποθηκεύεται στις τιµές των βαρών και του θ. 

Το Adaline, µπορεί επίσης να εκπαιδευτεί από µία ακολουθία προτύπων µε θόρυβο, 

στη βάση ενός περάσµατος , έτσι ώστε η διαδικασία συγκλίνει κατά ένα στατιστικό 

τρόπο. Όταν η εκπαίδευση την Adaline τελειώσει , µπορεί να χρησιµοποιηθεί για να 

ταξινοµήσει αυθεντικά πρότυπα και θορυβώδεις ή παραµορφωµένες εκδόσεις αυτών. 
 

 

Άσκηση αυτοαξιολόγησης 3.2/4:  

Ποιά είναι τα µειονεκτήµατα της µεθόδου ταχύτερης καθόδου. 

Απάντηση: 

1. Για να δουλέψει αυτή η µέθοδος πρέπει να δώσουµε ιδιαίτερη προσοχή στην 

επιλογή της παραµέτρου µάθησης. 

2. Απαιτεί τη γνώση των χωρικών συναρτήσεων συσχέτισης, οι οποίες είναι συνήθως 

άγνωστες. 

3. Ελαχιστοποιεί το άθροισµα των τετραγώνων του λάθους, για όλες τις επαναλήψεις, 

άρα απαιτεί την αποθήκευση µεγαλύτερου όγκου πληροφορίας. 

 

Άσκηση αυτοαξιολόγησης 3.2/5:  

Ποιά είναι τα πλεονεκτήµατα του αλγορίθµου LMS. 

Απάντηση: 

1. Υπολογίζει εκτιµήσεις των χωρικών συναρτήσεων συσχέτισης µε ένα απλό και 

συγχρόνως αποδοτικό τρόπο. 

2. Ελαχιστοποιεί το στιγµιαίο λάθος Ε(n), άρα ελαχιστοποιεί τις απαιτήσεις µνήµης. 

3. Λειτουργεί τόσο σε στάσιµο όσο και σε µη-στάσιµο περιβάλλον. 

 

Άσκηση αυτοαξιολόγησης 3.2 / 6:  

Ο κανονικοποιηµένος (normalized) LMS περιγράφεται από την ακόλουθη εξίσωση 

ενηµέρωσης του διανύσµατος των βαρών: 
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x
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η  

όπου η~  είναι µια θετική σταθερά και )(nx είναι η Ευκλείδεια νόρµα του 



διανύσµατος εισόδου x(n).∆είξτε ότι προκειµένου ο κανονικοποιηµένος LMS να 

συγκλίνει στο µέσο τετράγωνο (mean square) θα πρέπει: 2~0 << η  

 

Απάντηση: Για τον «συµβατικό» LMS ισχύει: 
)()()(ˆ)1(ˆ nnenn xww ⋅⋅+=+ η           (1) 

Όπως γνωρίζουµε από τη θεωρία, προκειµένου να έχουµε σύγκλιση στο µέσο 

τετράγωνο πρέπει να ισχύει:  

2)(
20
nx

<< η                                     (2) 

Για τον κανονικοποιηµένο LMS ισχύει: 
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Από τις σχέσεις (1) και (3) προκύπτει: 

2)(~ nx⋅= ηη ή 2)(

~

nx
ηη =  

Χρησιµοποιώντας το αποτέλεσµα αυτό στην σχέση (2) προκύπτει οτι για να συγκλίνει 

ο κανονικοποιηµένος LMS θα πρέπει: 2~0 << η  

 

Άσκηση αυτοαξιολόγησης 3.2 / 7:  

Θεωρείστε ένασύστηµα γραµµικής πρόβλεψης (Linear Predictor) όπου το διάνυσµα 

εισόδου του αποτελείται από τα δείγµατα x(n-1), x(n-2), … , x(n-m), όπου το m είναι 

το βήµα πρόβλεψης (prediction order). Χρησιµοποιήστε τον LMS αλγόριθµο για να 

κάνετε µια πρόβλεψη ( )nx̂  του δείγµατος εισόδου x(n). Υλοποιήστε την αναδροµή 

που απαιτείται για να υπολογίσετε το διάνυσµα των βαρών w1, w2, … ,wm του 

predictor. 

 

Απάντηση: 
Το διάνυσµα εισόδου είναι: 

 

x(n-1) = [x(n-1), x(n-2), … , x(n-m)]Τ 

 

Η επιθυµητή απόκριση είναι d(n) = x(n).  

Οπότε οι εξισώσεις του LMS αλγορίθµου για τον one-step predictor (predictor ενός 



βήµατος) είναι οι εξής: 
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3.3 Ο αλγόριθµος Πίσω ∆ιάδοσης  (Π.∆.) του λάθους 

 

   Σε αυτή την ενότητα θα µελετήσουµε µία σπουδαία κλάση νευρωνικών δικτύων, τα 

δίκτυα εµπρός τροφοδότησης πολλών επιπέδων. Τυπικά ένα τέτοιο δίκτυο αποτελείται 

από ένα σύνολο αισθητήρων (πηγαίοι κόµβοι), που αποτελούν το επίπεδο εισόδου, ένα 

ή περισσότερα κρυφά επίπεδα (hidden layers) υπολογιστικών κόµβων και ένα επίπεδο 

υπολογιστικών κόµβων εξόδου. Το σήµα εισόδου διαδίδεται µέσα στο δίκτυο σε µία 

προς τα εµπρός κατεύθυνση, από επίπεδο σε επίπεδο. Αυτά τα νευρωνικά δίκτυα 

αναφέρονται σαν Perceptrons πολλών επιπέδων (Μulti Layer Perceptrons- MLPs) τα 

οποία είναι µια γενίκευση του απλού Perceptron. 

   Τα MLPs έχουν εφαρµοστεί µε επιτυχία στην επίλυση δύσκολων και ποικίλων 

προβληµάτων, εκπαιδεύοντας τα µε έναν επιβλεπόµενο τρόπο (supervised manner), µε  

ένα πολύ δηµοφιλή αλγόριθµο γνωστό σαν αλγόριθµο πίσω διάδοσης του λάθους 

(error Back Propagation algorithm - BP). Αυτός ο αλγόριθµος βασίζεται στον κανόνα 

µάθησης διόρθωσης του λάθους (error correction learning rule).  

   Βασικά η διαδικασία της πίσω διάδοσης του λάθους αποτελείται από δυο περάσµατα 

διαµέσου των διαφορετικών επιπέδων του δικτύου ένα προς τα εµπρός πέρασµα 

(forward pass) και ένα προς τα πίσω πέρασµα (backward pass). 

• Στο εµπρός πέρασµα ένα διάνυσµα εισόδου (input vector) εφαρµόζεται στους 

νευρώνες εισόδου του δικτύου, και η επίδραση του διαδίδεται µέσα στο δίκτυο από 

επίπεδο σε επίπεδο (layer by layer). Τελικά ένα σύνολο από εξόδους παράγεται ως η 

πραγµατική απόκριση του δικτύου. Κατά τη διάρκεια του εµπρός περάσµατος τα 

βάρη του δικτύου είναι σταθερά. 

 

• Aπό την άλλη µεριά κατά τη διάρκεια της πίσω διάδοσης τα βάρη προσαρµόζονται 

σε συµφωνία µε τον κανόνα διόρθωσης λάθους. 

   Πιο συγκεκριµένα, η πραγµατική απόκριση του δικτύου αφαιρείται από την 



επιθυµητή απόκριση για την παραγωγή ενός σήµατος λάθους, που διαδίδεται προς τα 

πίσω στο δίκτυο, αντίθετα από την κατεύθυνση των συνδέσεων, από το οποίο 

προκύπτει και το όνοµα  πίσω διάδοσης του λάθους. 

 

  Τα συναπτικά βάρη προσαρµόζονται έτσι ώστε να κάνουν την πραγµατική απόκριση 

του δικτύου να πλησιάσει την επιθυµητή απόκριση. 

   Στην βιβλιογραφία ο αλγόριθµος πίσω διάδοσης του λάθους συχνά αναφέρεται και 

σαν αλγόριθµος πίσω διάδοσης (Back Propagation Algorithm) ή πιο απλά σαν Back 

Prop. Από δω και στο εξής θα αναφερόµαστε σε αυτόν σαν αλγόριθµο πίσω διάδοσης 

ή Π.∆.. Η διαδικασία µάθησης που εκτελείται µε αυτόν τον αλγόριθµο ονοµάζεται 

µάθηση πίσω διάδοσης. 

   Ένα Perceptron πολλών επιπέδων έχει τρία διακριτικά χαρακτηριστικά: 

1. Το µοντέλο κάθε νευρώνα στο δίκτυο περιλαµβάνει µια µη γραµµικότητα στην 

έξοδο. Ένα σηµαντικό σηµείο στο οποίο πρέπει να δώσουµε έµφαση εδώ, είναι ότι 

η µη γραµµικότητα είναι ‘εξοµαλισµένη’ (smooth), δηλαδή είναι παντού 

παραγωγίσιµη. Μία συνηθισµένη µορφή µη γραµµικότητας που ικανοποιεί αυτήν 

την προϋπόθεση είναι µια σιγµοειδής µη γραµµικότητα (sigmoidal nonlinearity) που 

ορίζεται από την παρακάτω λογιστική συνάρτηση: 
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=                                                                 (33)    

     όπου     jυ : η τιµή ενεργοποίησης του νευρώνα j 

     και         y j : η έξοδος του νευρώνα j 

H παρουσία µη γραµµικοτήτων είναι  σηµαντική, διότι διαφορετικά η σχέση εισόδου-

εξόδου του δικτύου µπορούσε να ελαττωθεί σ’αυτή του perceptron ενός επιπέδου. 

Επιπλέον η χρήση της λογιστικής συνάρτησης έχει βιολογικά κίνητρα µιας και 

προσπαθεί να δικαιολογήσει την επίµονη φάση των πραγµατικών νευρώνων.  

(χαρακτηριστικό των πραγµατικών βιολογικών νευρώνων είναι ότι δεν έχουν δυαδικές 

εξόδους, αλλά η έξοδος τους έχει συνεχώς κάποια τιµή). 

 

2.Το δίκτυο περιέχει ένα ή περισσότερα κρυφά επίπεδα από νευρώνες τα οποία δεν 

είναι τµήµα της εισόδου ή της εξόδου του δικτύου. Αυτοί οι κρυφοί νευρώνες 



δίνουν την δυνατότητα στο δίκτυο να µάθει πολύπλοκες εργασίες µε το να εξάγουν 

προοδευτικά τα πιο σηµαντικά χαρακτηριστικά από τα διανύσµατα εισόδου. 

 

3.Το δίκτυο επιδεικνύει έναν υψηλό βαθµό διασύνδεσης (connectivity) που 

καθορίζεται από τις συνδέσεις (συνάψεις) του δικτύου. Μία αλλαγή στον τρόπο 

διασυνδέσεις του δικτύου απαιτεί αλλαγή στον πληθυσµό των συνδέσεων ή στα 

βάρη τους. 

 

Πράγµατι το Perceptron πολλών επιπέδων αντλεί την υπολογιστική του ισχύ µέσω του 

συνδυασµού αυτών των χαρακτηριστικών µαζί µε την ικανότητα να µαθαίνει από την 

εµπειρία διαµέσου της εκπαίδευσης. Αυτά τα ιδιοχαρακτηριστικά όµως είναι επίσης 

υπεύθυνα για της ελλείψεις στην παρούσα κατάσταση της γνώσης µας πάνω στη 

συµπεριφορά του δικτύου. 

• Πρώτον η παρουσία µιας κατανεµηµένης µορφής µη γραµµικότητας και η υψηλή 

διασύνδεση του δικτύου κάνουν την θεωρητική ανάλυση ενός Perceptron πολλών 

επιπέδων, πολύ δύσκολο να επιχειρηθεί. 

• ∆εύτερον η χρήση κρυφών νευρώνων κάνει την διαδικασία µάθησης πιο δύσκολη 

στο να κατανοηθεί. Κατά µια έννοια η διαδικασία µάθησης πρέπει να αποφασίσει 

ποια χαρακτηριστικά των διανυσµάτων εισόδου πρέπει να παρασταθούν από τους 

κρυφούς νευρώνες. Εποµένως η διαδικασία µάθησης γίνεται πιο δύσκολη επειδή η 

έρευνα πρέπει να διεξαχθεί σε ένα πολύ µεγαλύτερο χώρο από πιθανές συναρτήσεις 

και πρέπει να γίνει µια επιλογή µεταξύ εναλλακτικών αναπαραστάσεων του 

διανύσµατος εισόδου. 

 

Η ανάπτυξη του αλγόριθµου πίσω διάδοσης αποτελεί ένα σταθµό στα νευρωνικά 

δίκτυα γιατί παρέχει µια υπολογιστικά αποδοτική µέθοδο για την εκπαίδευση 

πολυεπίπεδων Perceptrons. Aν και δεν µπορεί να παρέχει λύσεις για όλα τα 

προβλήµατα που επιδέχονται επίλυση, είναι δίκαιο να πούµε ότι έβαλε στην άκρη την 

αρνητική προκατάληψη, για την µάθηση σε πολυεπίπεδες µηχανές που µπορεί να είχε 

συναχθεί από το βιβλίο των Minsky και Papert (1969). 

Στο σχήµα 9 φαίνεται η γραφική αναπαράσταση ενός πολυεπόπεδου Perceptron µε δύο 

κρυφά επίπεδα (hidden layers ). Το δίκτυο που φαίνεται εδώ είναι πλήρως  

διασυνδεδεµένο (fully connected), πράγµα που σηµαίνει ότι ένας νευρώνας  



οποιουδήποτε επιπέδου, είναι συνδεδεµένος µε  όλους τους νευρώνες του 

προηγουµένου επιπέδου. Η ροή του σήµατος στο δίκτυο προχωρά σε µια προς τα 

εµπρός κατεύθυνση, από τα αριστερά προς τα δεξιά από επίπεδο σε επίπεδο. 

   Στο σχήµα 10 απεικονίζεται ένα τµήµα ενός MLP. Σ’αυτό το δίκτυο αναγνωρίζονται 

δυο είδη σηµάτων . 

 

Λειτουργικά σήµατα: Ενα λειτουργικό σήµα (function signal) είναι ένα σήµα εισόδου  

(ερέθισµα) που εισέρχεται από την απόληξη εισόδου του δικτύου και  διαδίδεται προς 

τα εµπρός διαµέσου του δικτύου και εξέρχεται από την έξοδο του δικτύου σαν ένα 

σήµα εξόδου. Αναφερόµαστε σε ένα τέτοιο σήµα σαν “function signal” για δυο 

λόγους: 

 

 
          

Σχήµα 9: Ο αρχιυεκτονικός γράφος ενός πολυεπίπεδου perceptron µε δυο κρυφά      

                 επίπεδα. 

 

• Πρώτον, υποτίθεται ότι επιτελεί µια χρήσιµη συνάρτηση στην έξοδο του δικτύου. 

• ∆εύτερον, σε κάθε νευρώνα του δικτύου, µέσω του οποίου περνά ένα λειτουργικό 

σήµα, το σήµα υπολογίζεται σαν µία συνάρτηση των εισόδων και των 

συσχετιζόµενων βαρών, που εφαρµόζονται στο νευρώνα. 



 

2. Σήµα λάθους: Ένα σήµα λάθους (error signal) δηµιουργείται σε έναν νευρώνα 

εξόδου του δικτύου και διαδίδεται προς τα πίσω (layer by layer) διαµέσου του 

δικτύου. Αναφερόµαστε σ’αυτό σαν “error signal” επειδή ο υπολογισµός του από 

κάθε νευρώνα του δικτύου εµπεριέχει µια συνάρτηση εξαρτώµενη από το λάθος 

στην µια ή στην άλλη µορφή. 

 

Οι νευρώνες εξόδου αποτελούν το επίπεδο εξόδου του δικτύου. Οι υπόλοιποι νευρώνες 

σχηµατίζουν τα κρυφά επίπεδα του δικτύου. Οι κρυφές µονάδες δεν ανήκουν στο 

επίπεδο εισόδου ή εξόδου του δικτύου για αυτό ονοµάζονται και κρυφές (hidden). Το 

πρώτο κρυφό επίπεδο τροφοδοτείται από το επίπεδο εισόδου που αποτελείται από τις 

αισθητήριες µονάδες, οι έξοδοι που προκύπτουν από το πρώτο κρυφό επίπεδο 

εφαρµόζονται µε τη σειρά τους στο επόµενο κρυφό επίπεδο και ούτω καθεξής για το 

υπόλοιπο του δικτύου. 

 

 
 

         Σχήµα 10:   Απεικόνιση των διευθύνσεων των δυο βασικών σηµάτων ροής σε     

                              ένα πολυεπίπεδο Perceptron.  

  

Κάθε κρυφός νευρώνας ή νευρώνας εξόδου του πολυεπίπεδου Perceptron σχεδιάζεται 

έτσι ώστε να επιτελεί δυο υπολογισµούς: 

 

  1. O υπολογισµός του λειτουργικού σήµατος που εµφανίζεται στην έξοδο ενός 

νευρώνα, το οποίο εκφράζεται σαν µια συνεχής µη γραµµική συνάρτηση των 

σηµάτων εισόδου και των συναπτικών βαρών που σχετίζονται µε τον νευρώνα. 



   2. Ο υπολογισµός µιας στιγµιαίας εκτίµησης του διανύσµατος κλίσης, o οποίος 

χρειάζεται για την πίσω διάδοση µέσω του δικτύου. 

 

Η παραγωγή του αλγόριθµου πίσω διάδοσης είναι πολύπλοκη. Για να διευκολύνουµε 

την µαθηµατική επιβάρυνση που εµπεριέχεται σ’αυτή τη διαδικασία παρουσιάζουµε 

µια σύνοψη από συµβολισµούς που χρησιµοποιούνται σ’αυτή την παραγωγή. 

 

• Τα i,j και k αντιστοιχούν σε διαφορετικούς νευρώνες, µε τα σήµατα να διαδίδονται 

µέσα από το δίκτυο από τα αριστερά προς τα δεξιά, ο νευρώνας j βρίσκεται ένα 

επίπεδο  αριστερά από τον νευρώνα i και ο νευρώνας k ένα επίπεδο αριστερά από 

τον νευρώνα j, όταν ο j είναι µια κρυφή µονάδα. 

• Η επανάληψη n αντιστοιχεί στο  ν-οστό διάνυσµα εκπαίδευσης που δόθηκε σαν 

είσοδος στο δίκτυο.  
• Το σύµβολο E(n) είναι το στιγµιαίο άθροισµα των τετραγωνικών λαθών στην 

επανάληψη n. Ο µέσος όρος του E(n) όλων των τιµών του n είναι το µέσο 

τετραγωνικό λάθος Eav. 

• Το σύµβολο e j (n) αντιστοιχεί στο σήµα λάθους στην έξοδο του νευρώνα j για την 

επανάληψη n. 

• Το σύµβολο d j (n) αντιστοιχεί στην επιθυµητή απόκριση για τον νευρώνα j και 

χρησιµοποιείται στον υπολογισµό του e j (n) . 

• Το σύµβολο y j (n) αντιστοιχεί στο λειτουργικό σήµα  στην έξοδο του νευρώνα j για 

την επανάληψη n. 

• To σύµβολο w ij (n) είναι το συναπτικό βάρος που συνδέει τον νευρώνα i, µε τον 

νευρώνα j κατά την διάρκεια της επανάληψης n. H ποσότητα κατά την οποία 

διορθώνεται το βάρος της σύναψης στη επανάληψη n συµβολίζεται µε ∆w ij (n) . 

• Η τιµή ενεργοποίησης του νευρώνα j στην επανάληψη n συµβολίζεται µε jυ (n). 

• Η συνάρτηση ενεργοποίησης του νευρώνα j συµβολίζεται µε jϕ (⋅). 

• To κατώφλι το οποίο εφαρµόζεται στον νευρώνα j συµβολίζεται µε jϑ (n). Συνήθως 

αναπαριστάται µε µια σύναψη µε βάρος w j 0 = jϑ  συνδεδεµένο σε µια σταθερή 



είσοδο που ισούται µε -1. 

• Το i-οστο στοιχείο του διανύσµατος εισόδου συµβολίζεται µε x i (n). 

• To k-οστο στοιχείο του συνολικού διανύσµατος εξόδου συµβολίζεται µε o k (n). 

• Η παράµετρος µάθησης συµβολίζεται µε η  

 

 

3.3.1 Παραγωγή του αλγορίθµου Πίσω ∆ιάδοσης. 
 
Το σήµα λάθους στην έξοδο του νευρώνα j στην επανάληψη n ορίζεται από την σχέση: 

 

                   e j =d j -y j      όπου ο νευρώνας j είναι κόµβος εξόδου       (34) 

 

Ορίζουµε την στιγµιαία τιµή του τετραγωνικού λάθους για τον νευρώνα j σαν 

1

2
2e nj ( ). Έτσι το στιγµιαίο άθροισµα των τετραγωνικών λαθών του δικτύου γράφεται 

ως εξής: 

 

                                   E(n) =
1

2
2e nj

j C

N

( )
∈
∑                               (35) 

 

Όπου το σύνολο C περιλαµβάνει όλους τους νευρώνες του επιπέδου εξόδου του 

δικτύου. Έστω Ν ο συνολικός αριθµός διανυσµάτων στο σύνολο εκπαίδευσης. Το µέσο 

τετραγωνικό λάθος για όλο το σύνολο εκπαίδευσης είναι: 

 

                   Eav= ∑
=

N

nN 1

1 E(n)                                     (36) 

 

Το στιγµιαίο άθροισµα των τετραγωνικών λαθών E(n), και κατά συνέπεια και το µέσο 

τετραγωνικό λάθος Eav, είναι µια συνάρτηση όλων των ελεύθερων παραµέτρων ( π.χ 

συναπτικά βάρη και κατώφλια) του δικτύου. Για ένα δοσµένο εκπαιδευτικό σύνολο 

(training set), η Eav αντιπροσωπεύει την συνάρτηση κόστους (cost function ) σαν το 



µέτρο για την απόδοση µάθησης του συνόλου εκπαίδευσης. Ο αντικειµενικός σκοπός 

της διαδικασίας µάθησης είναι να προσαρµόσει τις ελεύθερες παραµέτρους του 

δικτύου έτσι ώστε να ελαχιστοποιήσει το Eav. 

 

3.3.2 ∆ιαδικασία Μάθησης. 
 
  Θεωρούµε µια απλή µέθοδο εκπαίδευσης στην οποία τα βάρη ενηµερώνονται σε µια 

πρότυπο προς πρότυπο (pattern by pattern) βάση. Οι προσαρµογές (ρυθµίσεις) των 

βαρών γίνονται σε συµφωνία µε τα αντίστοιχα λάθη που υπολογίζονται για κάθε 

πρότυπο που παρουσιάζεται στην είσοδο. 

  Ο αριθµητικός µέσος όρος αυτών των ατοµικών αλλαγών στα βάρη, πάνω στο σύνολο 

εκπαίδευσης είναι λοιπόν µια εκτίµηση της πραγµατικής αλλαγής στα βάρη που θα 

συνέβαινε, από την µεταβολή (ρύθµιση) των βαρών για την ελαχιστοποίηση της 

συνάρτησης κόστους  Eav πάνω στο συνολικό σύνολο εκπαίδευσης. 

  Στο σχήµα 11 απεικονίζεται ο νευρώνας j ο οποίος δέχεται ένα σύνολο από 

λειτουργικά σήµατα που παράγονται από το επίπεδο στα αριστερά του. 

 

 

 
 

Σχήµα 11: Γράφος που δείχνει µε λεπτοµέρεια τη ροή των σηµάτων στον νευρώνα 



εξόδου j. 

 

Για τον νευρώνα j έχουµε: 
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όπου p είναι o συνολικός αριθµός εισόδων (εξαιρούµε το κατώφλι ) που εφαρµόζονται 

στον νευρώνα j.  Eπίσης,  θέτουµε jjw θ=0 . 

Εποµένως το λειτουργικό σήµα y nj ( )  στην έξοδο του νευρώνα j θα είναι 

 

                                 ))(()( nny jjj υϕ=                                (38) 

 

Με τρόπο παρόµοιο µε τον LMS αλγόριθµο ο αλγόριθµος πίσω διάδοσης εφαρµόζει 

µια διόρθωση ∆w nji ( ) στο συναπτικό βάρος w nji ( ), η οποία είναι ανάλογη της 

στιγµιαίας κλίσης ∂ E(n)/∂ w nji ( ). Σύµφωνα µε τον αλυσιδωτό κανόνα (Chain 

Rule) µπορούµε να εκφράσουµε την κλίση ως εξής: 
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Η  κλίση 
∂Ε

∂
( )
( )
n

w nji

αντιπροσωπεύει ένα παράγοντα ευαισθησίας, καθορίζοντας την 

κατεύθυνση έρευνας στο χώρο των βαρών για το συναπτικό βάρος w ji . 

Παραγωγίζοντας και τις δύο πλευρές της εξίσωσης (35) µε το e nj ( )  παίρνουµε: 

 

                                   
∂Ε
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=e nj ( )                                   (40) 

 

Παραγωγίζοντας τώρα και τις δυο πλευρές της εξίσωσης (34) µε το y nj ( ) παίρνουµε: 
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Τελικά παραγωγίζοντας την (38) και (37) µε το )(njυ  και w ji (n) αντίστοιχα 

παίρνουµε: 
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Αντικαθιστώντας τις εξισώσεις (40),(41),(42),(43) στην (39) παίρνουµε: 
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Η διόρθωση ∆w nji ( ) που εφαρµόζεται στο w nji ( )  καθορίζεται από τον δέλτα κανόνα:  

 

                                ∆w nji ( )=- η 
∂Ε

∂
( )
( )
n

w nji

                                        (45) 

  

όπου  το η ονοµάζεται παράµετρος ρυθµού µάθησης (learning rate parameter). Η 

χρήση του αρνητικού συµβόλου (-) στην (45) ερµηνεύεται σαν πτώση της κλίσης στο 

χώρο των βαρών. Από τις (44) και (45) παίρνουµε: 

 

                                 ∆w nji ( )=η )()( nyn ijδ                                 (46)   

 

όπου η τοπική κλίση )(njδ   ορίζεται από την σχέση: 
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 Η τοπική κλίση δείχνει τις απαιτούµενες αλλαγές στα βάρη. Σύµφωνα µε την εξίσωση 

(47) η τοπική κλίση )(njδ  για τον νευρώνα εξόδου j είναι ίσο µε το γινόµενο του 

αντίστοιχου σήµατος λάθους e nj ( ) και της παραγώγου ))(( njj υϕ′  της συνάρτησης 

ενεργοποίησης του. Από τις εξισώσεις (46) και (47) φαίνεται ότι ένας παράγοντας 

κλειδί που εµπλέκεται στον υπολογισµό της προσαρµογής ( του βάρους ) ∆w nji ( )  

είναι το σήµα στην έξοδο του νευρώνα j. Στο σηµείο αυτό µπορούµε να διακρίνουµε 

δυο περιπτώσεις, ανάλογα µε το που είναι τοποθετηµένος ο νευρώνας j, στο δίκτυο. 

Στην περίπτωση (Ι) ο j είναι ένας νευρώνας εξόδου. Την περίπτωση αυτή είναι απλό να 

την χειριστούµε, διότι κάθε νευρώνας εξόδου στο δίκτυο εφοδιάζεται µε την επιθυµητή 

απόκρισή του, κάνοντας τον υπολογισµό του αντίστοιχου σήµατος λάθους, µια εύκολη 

υπόθεση. Στην περίπτωση (ΙΙ) ο νευρώνας j είναι ένας κρυφός νευρώνας . 

 

Aν και οι κρυφοί νευρώνες δεν είναι άµεσα προσπελάσιµοι, µοιράζονται ευθύνη για 

κάθε λάθος που συµβαίνει στην έξοδο του δικτύου. Το ζήτηµα, όµως είναι να 

γνωρίζουµε πως να επιβάλλουµε ποινή (penalize) ή να επιβραβεύσουµε (reward) 

κρυφούς νευρώνες για το µερίδιο της ευθύνης τους. Αυτό το πρόβληµα είναι το 

πρόβληµα της επιβράβευσης (Credit-Assignment) [1]. Οπως θα δούµε στη συνέχεια, 

λύνεται µε έναν κοµψό τρόπο, µε την πίσω διάδοση των σηµάτων λάθους στο δίκτυο. 

Στην συνέχεια θεωρούµε τις περιπτώσεις Ι και ΙΙ. 

 

Περίπτωση I : Ο νευρώνας j είναι ένας κόµβος εξόδου. 

Όταν ο νευρώνας j βρίσκεται στο επίπεδο εξόδου του δικτύου, τροφοδοτείται µε την 

επιθυµητή του έξοδο. Εποµένως µπορούµε να χρησιµοποιήσουµε την εξίσωση (34) για 

να υπολογίσουµε το σήµα λάθους e nj ( )  που σχετίζεται µε τον νευρώνα. Αφού έχουµε 

καθορίσει το σήµα λάθους, µετά είναι µια απλή διαδικασία να υπολογίσουµε την 

τοπική κλίση )(njδ   χρησιµοποιώντας την εξίσωση (47). 

Περίπτωση ΙΙ : Ο νευρώνας j είναι ένας κρυφός κόµβος. 



Όταν ένας νευρώνας j βρίσκεται σε ένα κρυφό επίπεδο του δικτύου, δεν υπάρχει 

κάποια καθορισµένη επιθυµητή απόκριση γι’αυτόν τον νευρώνα. Ανάλογα, το σήµα 

λάθους για ένα κρυφό νευρώνα θα έπρεπε να καθοριστεί επαναληπτικά σε όρους των 

σηµάτων λάθους από όλους τους νευρώνες µε τους οποίους αυτός ο κρυφός νευρώνας 

συνδέεται άµεσα. Εδώ είναι που περιπλέκεται η ανάπτυξη του αλγορίθµου πίσω 

διάδοσης . Θεωρούµε την κατάσταση που απεικονίζεται στο σχήµα 12, όπου θεωρούµε 

έναν νευρώνα j σαν ένα κρυφό νευρώνα του δικτύου. 

 
Σχήµα 12: Γράφος που δείχνει µε λεπτοµέρεια τη ροή των σηµάτων στον νευρώνα 

εξόδου k o οποίος συνδέεται µε τον κρυφό νευρώνα j. 
 

Σύµφωνα µε την εξίσωση (47) µπορούµε να ορίσουµε πάλι την τοπική κλίση )(njδ   

για κρυφό νευρώνα j ως εξής: 
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  Για να υπολογίσουµε την µερική παράγωγο ∂E(n)/∂yj(n) µπορούµε να 

προχωρήσουµε ως εξής : 

  Από το σχήµα 12 βλέπουµε ότι το στιγµιαίο άθροισµα των τετραγώνων του λάθους  

στην επανάληψη n, δίνεται από τη σχέση: 

   ( ) ( )En  =  1
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∑ ,        όπου ο νευρώνας k είναι ένας κόµβος εξόδου (49) 

Aς θυµηθούµε εδώ, ότι η στιγµιαία τιµή του τετραγωνικού λάθους, γιά το νευρώνα k 

ορίζεται σαν 1/2 e
κ
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(n) και η ε(n) προκύπτει αθροίζοντας τα 1/2 e
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νευρώνες  εξόδου.  Άρα, από την εξίσωση (49) έχουµε: 
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  Στη συνέχεια χρησιµοποιούµε τον αλυσιδωτό κανόνα για τον υπολογισµό της µερικής 

παράγωγου. ∆ηλαδή η ∂ek(n)/∂yj(n) και η σχέση (50) ξαναγράφεται ως εξής: 
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  Αλλά από την εξίσωση (37) έχουµε ότι:  

 eκ(n) = dκ(n) - yκ(n)  ή 

 eκ(n) = dκ(n) - φκ ( υκ(n) ) , αν ο νευρώνας κ είναι κόµβος εξόδου    (52) 

 

Εποµένως: ( )
( ) ( )( )∂

∂υ
ϕ υ

ek

k
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n
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 Από το σχήµα 12, παρατηρούµε επίσης ότι για τον νευρώνα k, το εσωτερικό επίπεδο 

ενεργοποίησης του δικτύου είναι: 

  ( ) ( ) ( )υk kj j
j=0

q

n  =  w n  -  y n∑      (54) 

     

όπου q είναι ο συνολικός αριθµός εισόδων (εξαιρούµε το κατώφλι), που εφαρµόζονται 

στον νευρώνα k. Και εδώ, επίσης το wk0(n) ισούται µε το θk(n), που εφαρµόζεται στον 

νευρώνα k και η αντίστοιχη είσοδος y0 έχει σταθερή τιµή -1. 

 

Από την εξίσωση 37:     ( )
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Έτσι, χρησιµοποιώντας τις εξισώσεις (53) και (55) στην (51) παίρνουµε την επιθυµητή 

µερική παράγωγο. 
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Εδώ έχουµε χρησιµοποιήσει τη σχέση δk(n) = ek(n) φ΄k( υk(n) ) (δηλ. τη σχέση (47)), 

όπου ο k είναι νευρώνας εξόδου. 

Τελικά χρησιµοποιώντας την εξίσωση (56) στην (48), παίρνουµε την τοπική κλίση 

δj(n), για ένα κρυφό νευρώνα j, αφού επαναδιατάξουµε τους όρους, ως εξής: 

( ) ( )( ) ( ) ( )δ ϕ υ δj j j k kj
k

n  =  n n n′ ∑ w   όπου o νευρώνας j είναι κρυφός (57) 

Ο παράγοντας φj΄( υj(n) ) στην (57) εξαρτάται αποκλειστικά από την συνάρτηση 

ενεργοποίησης που σχετίζεται µε τον κρυφό νευρώνα j. 

Ο παράγοντας του αποµένει στο υπολογισµό του δj(n), δηλαδή ο Σ δk(n)wkj(n) , 

δηλαδή η πρόσθεση γιά όλα τα k, εξαρτάται από δύο σύνολα όρων : 

• Το πρώτο σύνολο όρων, το δk(n), απαιτεί γνώση των σηµάτων λάθους ek(n), για 

όλους εκείνους τους νευρώνες που βρίσκονται στο αµέσως δεξιό επίπεδο, από τον 



κρυφό νευρώνα  j, οι οποίοι είναι άµµεσα συνδεδεµένοι µε το νευρώνα j (όπως στο  

σχήµα 12). 

• Το δεύτερο σύνολο όρων, το wkj (n), αποτελείται από τα συναπτικά βάρη που 

σχετίζονται µ’ αυτές τις συνδέσεις. 

  Μπορούµε τώρα να συνοψίσουµε τις σχέσεις, που έχουµε παράγει για τον αλγόριθµο 

Πίσω-∆ιάδοσης. 

 

  Πρώτον, η διόρθωση ∆wji(n) που εφαρµόζεται στο συναπτικό βάρος, που συνδέει τον 

νευρώνα i στο νευρώνα j καθορίζεται από τον δέλτα κανόνα:  
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  ή  

 ∆wji(n) = η δj(n) ⋅ yi(n) 

 

  ∆εύτερον, η τοπική κλίση δj(n) εξαρτάται από το εάν ο νευρώνας j είναι ένας κόµβος 

εξόδου ή ένας κρυφός κόµβος. 

  1. Εάν ο νευρώνας j είναι ένας κόµβος εξόδου, δj(n) ισούται µε το γινόµενο της 

παραγώγου φj΄( υj(n)) και του σήµατος λάθους ej(n) και τα δύο εκ των οποίων 

σχετίζονται µε το νευρώνα (βλέπε εξίσωση (48)). 

∆ηλαδή αν ο j είναι κόµβος εξόδου, τότε:  δj(n) = ej(n) φj΄( υj(n) ) 

   

  2. Εάν ο νευρώνας j είναι ένας κρυφός νευρώνας το δj(n) ισούται µε το γινόµενο της 

σχετιζόµενης παραγωγού φj΄( υj(n) ) και του ζυγισµένου αθροίσµατος (weighted sum) 

των δ, που υπολογίζονται για τους νευρώνες, στο επόµενο κρυφό ή επίπεδο εξόδου, 

που είναι συνδεδεµένοι στον j (βλέπε εξίσωση (57)). 

∆ηλαδή, αν ο νευρώνας j είναι κρυφός κόµβος τότε: 

       

            ( ) ( )( ) ( ) ( )δ ϕ υ δj j j k kj
k

n  =  n n n′ ∑ w                                



          

3.3.3. Τα δύο περάσµατα του υπολογισµού.  

Στην εφαρµογή του αλγόριθµου BP, µπορούµε να διακρίνουµε δύο ξεχωριστά 

περάσµατα του υπολογισµού. Το πρώτο περάσµα αναφέρεται σαν προς τα εµπρός 

(forward pass) και το δεύτερο σαν προς τα πίσω (backward pass). 

Στο forward pass (προς τα εµπρός πέρασµα) τα συναπτικά βάρη παραµένουν 

αµετάβλητα, µέσα στο δίκτυο και τα λειτουργικά σήµατα του δικτύου υπολογίζονται 

σε µια νευρώνα – προς – νευρώνα βάση. 

Συγκεκριµένα, το λειτουργικό σήµα που εµφανίζεται στην έξοδο του νευρώνα j 

υπολογίζεται ως εξής: 

  yj(n) = φ( υj(n) )     (59) 

όπου υj(n) είναι το εσωτερικό επίπεδο ενεργοποίησης του νευρώνα j, που ορίζεται από 

τη σχέση: 

  ( ) ( ) ( )υ j ji i
i=1

p

n  =  n y nw∑   (60) 

όπου p είναι ο συνολικός αριθµός εισόδων (εξαιρουµένου του κατωφλιού 

ενεργοποίησης), που εφαρµόζονται στον νευρώνα j και wji(n) είναι το συναπτικό βάρος 

(της σύνδεσης), που συνδέει τον νευρώνα i στον νευρώνα j και yi(n) είναι το σήµα 

εξόδου του νευρώνα j ή ισοδύναµα, το λειτουργικό σήµα που εµφανίζεται στην έξοδο 

του νευρώνα i. 

  Αν ο νευρώνας j βρίσκεται στο πρώτο κρυφό επίπεδο του δικτύου, τότε ο δείκτης i 

αναφέρεται στο I-οστό άκρο εισόδου του δικτύου, για το οποίο γράφουµε: 

 yi(n) = xi(n)                       (61) 

όπου xi(n) είναι το I-οστό στοιχείο του διανύσµατος εισόδου (pattern). 

  Aν απ’ την άλλη µεριά, ο j βρίσκεται στο επίπεδο εξόδου του δικτύου, ο δείκτης j 

αναφέρεται στο j-στό άκρο της εξόδου του δικτύου, για το οποίο γράφουµε: 

 yj(n) = oj(n)                        (62) 

όπου oj(n) είναι το j-οστό στοιχείο του διανύσµατος εξόδου (pattern). 

  Aυτή η έξοδος συγκρίνεται µε την επιθυµητή απόκριση dj(n), παρέχοντας το σήµα 

λάθους ej(n) για το j-στό νευρώνα. Ετσι, η προς τα εµπρός φάση  του υπολογισµού, 



ξεκινά στο πρώτο κρυφό επίπεδο προσφέροντάς του το διάνυσµα εξόδου και 

τερµατίζει στο επίπεδο εξόδου υπολογίζοντας το σήµα λάθους για κάθε νευρώνα αυτού 

του επιπέδου. Το προς τα πίσω πέρασµα, από την άλλη µεριά, ξεκινά στο επίπεδο 

εξόδου, περνώντας τα σήµατα λάθους προς τα αριστερά µέσω του δικτύου, επίπεδο 

προς επίπεδο και υπολογίζοντας το δ (δηλαδή την τοπική κλίση) επαναληπτικά, για 

κάθε νευρώνα. Αυτή η επαναληπτική διαδικασία, επιτρέπει στα συναπτικά βάρη του 

δικτύου, να υφίστανται αλλαγές (µεταβολές) σε σύµφωνα µε τον κανόνα ∆έλτα, 

δηλαδή  την εξίσωση (58). 

 

Για ένα νευρώνα τοποθετηµένο στο επίπεδο εξόδου, το δ είναι απλά, ίσο µε το σήµα 

λάθους γι’ αυτόν το νευρώνα πολλαπλασιασµένο µε την πρώτη παράγωγο της µη-

γραµµικότητάς του. Εποµένως, χρησιµοποιούµε την εξίσωση (58) για να υπολογίσουµε 

τις αλλαγές στα βάρη όλων των συνδέσεων, που τροφοδοτούν το (καταλήγουν στο) 

επίπεδο εξόδου.. 

  Αφού έχουµε υπολογίσει τα δ για τους νευρώνες του επιπέδου εξόδου, στη συνέχεια 

χρησιµοποιούµε την εξίσωση (59) για να υπολογίσουµε τα δ για όλους τους νευρώνες 

στο προτελευταίο επίπεδο και εποµένως τις αλλαγές στα βάρη για όλες τις συνδέσεις 

που καταλήγουν σ’ αυτό. Ο επαναληπτικός υπολογισµός συνεχίζεται, επίπεδο προς 

επίπεδο, διαδίδοντας τις αλλαγές, που έγιναν σε όλα τα συναπτικά βάρη. 

  Σηµειώστε ότι για την παρουσίαση κάθε εκπαιδευτικού παραδείγµατος (training 

example), το πρότυπο εισόδου είναι σταθερό καθ’ όλη την διάρκεια της διαδικασίας 

ταξιδιού µετ’ επιστροφής, συµπεριλαµβάνοντας το προς τα εµπρός πέρασµα, 

ακολουθούµενο από το προς τα πίσω πέρασµα. 

 

3.3.4  Σιγµοειδής µη-γραµµικότητα 

  Ο υπολογισµός του δ για κάθε νευρώνα του perceptron πολλών επιπέδων απαιτεί την 

γνώση της παραγώγου της συνάρτησης ενεργοποίησης του αντίστοιχου νευρώνα.  Για 

να υπάρχει αυτή η παράγωγος απαιτείται, η συνάρτηση να είναι συνεχής. Σε βασικές 

γραµµές, η παραγωγισηµότητα είναι η µόνη συνθήκη που πρέπει να ικανοποιεί µια 

συνάρτηση ενεργοποίησης. Ένα παράδειγµα παραγωγίσιµων συνεχών µη γραµµικών 

συναρτήσεων ενεργοποίησης, οι οποίες χρησιµοποιούνται συχνά στα πολυεπίπεδα 



perceptrons είναι οι σιγµοειδείς µη γραµµικές συναρτήσεις. Μια τέτοια συνάρτηση, η 

οποία έχει οριστεί εδώ για τον νευρώνα j είναι η λογιστική συνάρτηση (logisitic 

function). 
                          yj(n)= φj(υj(n)) 

                                      

                            =        1                        −∞<υj(n)<∞                                        (63) 

                                1+ exp(- υj(n)) 

όπου υj(n) είναι η τιµή ενεργοποίησης του νευρώνα j. Εδώ η τιµή της εξόδου, 

βρίσκεται στη περιοχή 0<yj<1. Μια άλλη τυπική σιγµοειδής συνάρτηση είναι η 

υπερβολική εφαπτοµένη της οποίας οι τιµές εξόδου βρίσκονται στη περιοχή -1<yj<1. 

Παραγωγίζοντας τις δυο πλευρές της εξισώση (63) µε το υj(n), έχουµε: 
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Χρησιµοποιώντας  την εξίσωση (63)  για  να  απαλείψουµε  τον  ενθετικό όρο exp(-

υj(n)) από  την σχέση (64), µπορούµε  να  εκφράσουµε  την   παράγωγο φ'j(υj(n)) σαν:  

 

                             φ'j(υj(n))=yj(n)[1- yj(n)]                                (65) 

 

Για κάθε νευρώνα j ο οποίος ανήκει στο επίπεδο εξόδου, ισχύει ότι  

                                yj(n)=oj(n)                                                   (66) 

Εποµένως µπορούµε να εκφράσουµε την τοπική κλίση για τον νευρώνα j σαν : 

 

                               δj(n)=ej(n)φ'j(uj(n))                                                                                         

         =[dj(n) - oj(n)]oj(n)[1 - yj(n)]  ο νευρώνας j ανήκει στο επίπεδο εξόδου    (67) 

 

όπου  oj(n) είναι το λειτουργικό σήµα στην έξοδο του νευρώνα j, και dj(n) η επιθυµητή 

απόκριση. Ενώ για έναν νευρώνα j ο οποίος βρίσκεται σε ένα κρυφό επίπεδο, 

µπορούµε να εκφράσουµε την τοπική κλίση ως εξής: 

 

  δj(n)=φ'j(υj(n))Σδk(n)wkj 



                                k  

           =yj(n)[1- yj(n)]Σδk(n)wkj(n) ο νευρώνας j ανήκει στο κρυφό επίπεδο   (68)                                                       

                                  k 
Σηµειώστε ότι στην εξίσωση (65) η παράγωγος φ'j(n) έχει µέγιστη τιµή για yj(n)=0.5 

και την ελάχιστη (µηδέν) για yj(n)=1.0. Αφού η αλλαγή των  συναπτικών  βαρών  του  

δικτύου  είναι  ανάλογη  της παραγώγου φ'j(uj(n)) συµπεραίνουµε ότι για µια σιγµοειδή 

συνάρτηση ενεργοποίησης τα συναπτικά βάρη θα τροποποιηθούν πιο πολύ για αυτούς 

τους νευρώνες, οι οποίοι έχουν τα λειτουργικά σήµατα να  βρίσκονται στη µέση τιµή 

τους. Σύµφωνα µε τον Rummelhatt [1] είναι αυτή η ιδιότητα της µάθησης πίσω 

διάδοσης  η οποία συνεισφέρει στη σταθερότητα του στον αλγόριθµο µάθησης. 

 

 

3.3.5 Ρυθµός  µάθησης 

  Ο αλγόριθµος πίσω-διάδοσης δίνει µια προσέγγιση της φθίνουσας καµπύλης προς το 

ελάχιστο στο υπερεπίπεδο του χώρου των βαρών, χρησιµοποιώντας της µέθοδο της 

απότοµης µεταβολής. Όσο πιο µικρή είναι η παράµετρος µάθησης η τόσο πιο µικρές 

θα είναι οι αλλαγές στα βάρη του δικτύου σε κάθε επανάληψη του συνόλου 

εκπαίδευσης, και τόσο πιο οµαλή θα είναι η φθίνουσα καµπύλη στο υπερεπίπεδο, 

δηλαδή έχουµε πιο σταθερή σύγκλιση. Όµως όλες αυτές οι βελτιώσεις έχουν σαν 

αντίτιµο πιο αργό ρυθµό µάθησης. Αν όµως η παράµετρος µάθησης γίνει πολύ µεγάλη, 

έτσι ώστε να επιταχύνει τον ρυθµό µάθησης, οι µεγάλες αλλαγές που θα υπάρξουν στα 

βάρη µπορεί να δηµιουργήσουν ένα ασταθές δίκτυο. Μια απλή µέθοδος να αυξήσουµε 

το ρυθµό µάθησης και ταυτόχρονα να αποφύγουµε τον κίνδυνο της αστάθειας, είναι να 

τροποποιήσουµε τον δέλτα κανόνα της εξίσωσης (45) συµπεριλαµβάνοντας ένα όρο 

ορµής (momentum term): 

 

                    ∆wji(n)=α∆wji(n- 1) + ηδj(n)yi(n)                    (69) 

 

όπου α είναι συνήθως ένας θετικός αριθµός που ονοµάζεται σταθερά ορµής 

(momentum constant), και καθορίζει πόσο µεγάλη είναι η αλλαγή του βάρους στον 

επόµενο υπολογισµό, όπως φαίνεται στο σχήµα 13, όπου z-1 είναι ένα µοναδιαίο 

στοιχείο καθυστέρησης. 

 



 
Σχήµα 13  Γραφική παράσταση που δείχνει την επίδραση της σταθεράς ορµής α 

 

  Η εξίσωση (69) ονοµάζεται Γενικευµένος ∆έλτα Κανόνας (Generalized Delta Rule), 

απ΄όπου ο ∆έλτα Κανόνας (Delta Rule) προκύπτει σαν ειδική περίπτωση, µε α=0. 

Για να δούµε την επίδραση των ακολουθιών από παρουσιάσεις προτύπων, πάνω στα 

βάρη µέσω της σταθεράς α, θα εκφράσουµε την σχέση (69) σαν χρονοσειρά µε δείκτη 

το t. Ο δείκτης t παίρνει τιµές από 0  έως η. Τη σχέση (69) µπορούµε να την δούµε σαν 

διαφορική εξίσωση πρώτης τάξης του παράγοντα διόρθωσης βάρους ∆wji(n), άρα 

έχουµε:                  
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η οποία είναι µια σειρά µεγέθους n+1. Από τις σχέσεις (45), (47) συµπεραίνουµε ότι το 

γινόµενο δj(n)yi(n) ισούται µε -∂ Ε(n)/∂wji(n). Εποµένως µπορούµε να ξαναγράψουµε 

την σχέση (70) ως εξής: 
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  Βασισµένοι σε αυτή τη σχέση µπορούµε να κάνουµε τις εξής παρατηρήσεις. 

 



1. Ο παράγοντας διόρθωσης βάρους ∆wji(n) αποτελείται από άθροισµα εκθετικών 

όρων. Για να συγκλίνει αυτή η σειρά πρέπει 0<|α|<1. Όταν α=0 τότε ο αλγόριθµος 

πίσω διάδοσης δεν χρησιµοποιεί τη σταθερά ορµής. Η σταθερά α µπορεί να πάρει 

και αρνητικές τιµές, όµως είναι απίθανο να χρησιµοποιηθεί στην πράξη. 

2. Όταν η µερική παράγωγος ∂ Ε(t)/∂wji(t) έχει το ίδιο πρόσηµο σε συνεχόµενες 

επαναλήψεις , το εκθετικό άθροισµα ∆wji(n) αυξάνει, και έτσι το βάρος wji(n) 

τροποποιείται κατά µεγάλο ποσό. Συνεπώς η συµπερίληψη της ορµής στον 

αλγόριθµο πίσω διάδοσης επιταχύνει σε περιπτώσεις που υπάρχουν σταθερές 

φθίνουσες κατευθύνσεις. 

3. Όταν η µερική παράγωγος ∂ Ε(t)/∂wji(t) έχει αντίθετο πρόσηµο σε διαδοχικές 

επαναλήψεις, το εκθετικό άθροισµα  ∆wji(n) ελαττώνεται και έτσι το βάρος wji(n) 

τροποποιείται κατά ένα µικρό πόσο. Συνεπώς η συµπερίληψη της ορµής στον 

αλγόριθµο πίσω διάδοσης σταθεροποιεί σε περιπτώσεις που υπάρχουν ταλαντώσεις 

πρόσηµων. 

 

  Η συµπερίληψη της ορµής στον αλγόριθµο πίσω διάδοσης αποτελεί µια µικρή αλλαγή 

όσον αφορά την τροποποίηση των βαρών, όµως έχει πολλές θετικές επιδράσεις στην 

συµπεριφορά µάθησης του αλγορίθµου. Επίσης µπορεί να εµποδίσει τον τερµατισµό 

της διαδικασίας σε ένα τοπικό ελάχιστο, το οποίο δεν είναι το ολικό ελάχιστο. 

 

Πρόσθετες παρατηρήσεις.  

  Αναλύοντας τον αλγόριθµο πίσω διάδοσης υποθέσαµε ότι η παράµετρος µάθησης 

είναι σταθερά και την ονοµάσαµε σαν η. Στην πραγµατικότητα θα έπρεπε να οριστεί 

ως ηji δηλαδή η παράµετρος µάθησης θα έπρεπε να είναι διαφορετική ανάλογα µε την 

σύνδεση. Πράγµατι πολλά ενδιαφέροντα πράγµατα θα µπορούσαν να γίνουν, κάνοντας 

την παράµετρο µάθησης διαφορετική για διάφορα µέρη του δικτύου. 

  Είναι ακόµα αξιοσηµείωτο ότι στον αλγόριθµο πίσω διάδοσης µπορούµε να ορίσουµε 

όλα τα βάρη να τροποποιούνται ή µερικά από αυτά να παραµένουν σταθερά κατά τη 

διάρκεια της πίσω διάδοσης. Σε αυτή την περίπτωση τα σήµατα λάθους διαδίδονται 

πίσω στο δίκτυο, αλλά τα βάρη δεν τροποποιούνται. Αυτό µπορεί να επιτευχθεί 

θέτοντας την παράµετρο µάθησης ηji για το σηµαντικό βάρος wji  ίση µε µηδέν. 

  Άλλο ένα ενδιαφέρον σηµείο είναι ο τρόπος µε το οποίο τα διάφορα επίπεδα του 

δικτύου είναι συνδεδεµένα. Στην ανάπτυξη του αλγορίθµου πίσω διάδοσης ο οποίος 



παρουσιάστηκε εδώ, εµείς βασιστήκαµε πάνω στην υπόθεση ότι κάθε νευρώνας ενός 

επιπέδου δέχεται εισόδους από νευρώνες του προηγούµενου επιπέδου όπως φαίνεται 

στο σχήµα 9. Όµως δεν υπάρχει λόγος για τον οποίο ένας νευρώνας να µην δέχεται 

εισόδους από µονάδες άλλων, προηγουµένων επιπέδων. Στον χειρισµό ενός τέτοιου 

νευρώνα πρέπει να λάβουµε υπόψη δυο σήµατα λάθους: (1) ένα σήµα λάθους το οποίο 

προκύπτει από την σύγκρουση του σήµατος εξόδου µε την επιθυµητή απόκριση και (2) 

ένα σήµα λάθους το οποίο διαδίδεται  µέσα από τα άλλες µονάδες στις οποίες επιδρά . 

Σε αυτή την περίπτωση απλά προσθέτουµε τις αλλαγές στα βάρη που πρέπει να γίνουν 

σύµφωνα µε την απευθείας σύγκριση µε αυτές οι οποίες διαδίδονται πίσω από τις 

άλλες µονάδες. 

 

3.3.6  Τρόποι εκπαίδευσης του δικτύου 

 

  Στο αλγόριθµο πίσω διάδοσης, η µάθηση επιτυγχάνεται εφαρµόζοντας ένα σύνολο 

από διανύσµατα εκπαίδευσης σαν είσοδο στο πολυεπίπεδο perceptron. Η προβολή 

όλων των διανυσµάτων εκπαίδευσης στο δίκτυο λέγεται ΄κύκλος΄ (epoch). Η 

διαδικασία µάθησης προχωράει από epoch σε epoch, µέχρι να σταθεροποιηθούν τα 

βάρη και τα κατώφλια του δικτύου και το µέσο τετραγωνικό λάθος όλων των 

διανυσµάτων εκπαίδευσης τείνει σε κάποια ελάχιστη  τιµή . Είναι καλή πρακτική να 

θέτουµε τα διανύσµατα εκπαίδευσης σε µια τυχαία σειρά από ένα epoch στο άλλο . 

Αυτή η τυχαιότητα τείνει να κάνει το ψάξιµο στο χώρο των βαρών σε κάθε κύκλο 

µάθησης σε στοχαστική διαδικασία, έτσι αποφεύγουµε τον κίνδυνο να γίνουν λιγότεροι 

κύκλοι από ότι πρέπει. 

  Για ένα δεδοµένο σύνολο διάδοσης µπορούµε να ακολουθήσουµε ένα από τους εξής 

δύο τρόπους: 

 

1. Τρόπος Προτύπων (Pattern Mode). Στο pattern mode η τροποποίηση των βαρών 

γίνεται µε την προβολή κάθε διανύσµατος του συνόλου εκπαίδευσης. Για αυτόν τον 

τρόπο λειτουργίας αναλύσαµε τον αλγόριθµο πίσω διάδοσης που παρουσιάσαµε εδώ. 

Συγκεκριµένα κάθε epoch αποτελείται από Ν διανύσµατα (patterns) τοποθετηµένα στη 

σειρά [x(1),d(1),...,x(n),d(n)]. Το πρώτο διάνυσµα [x(1),d(1)] σε ένα epoch, 

προβάλλεται στο δίκτυο και εκτελείται η ακολουθία των προς στο µπροστά (forward) 

και προς τα πίσω (backward) υπολογισµών που παρουσιάστηκαν στα προηγούµενα 



κεφάλαια, τροποποιώντας τα βάρη και τα κατώφλια του δικτύου. Όταν το δεύτερο 

διάνυσµα [x(2),d(2)] σε ένα epoch, προβάλλεται στο δίκτυο τότε όλη η ακολουθία 

επαναλαµβάνεται και έχει σαν αποτέλεσµα την περαιτέρω τροποποίηση των βαρών και 

κατωφλιών. Αυτή η διαδικασία συνεχίζεται µέχρι να δοθεί το διάνυσµα [x(n),d(n)]. Το 

∆wji(n) είναι η τροποποίηση του βάρους wji µετά από την προβολή του διανύσµατος n. 

Τότε η µέση αλλαγή του βάρους  ∆ ~w  πάνω από όλα τα διανύσµατα δίνεται από την  

σχέση: 
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όπου στη δεύτερη γραµµή και τρίτη σειρά κάναµε χρήση των εξισώσεων (45) και (35). 

 

2. Σωρηδόν Τρόπος (Batch Mode). Στο batch mode η τροποποίηση γίνεται µετά από 

την προβολή όλων των διανυσµάτων εκπαίδευσης που αποτελούν ένα epoch, στο 

δίκτυο. Για ένα epoch ορίζουµε την συνάρτηση κόστους (cost function) σαν το µέσο 

τετραγωνικό λάθος των σχέσεων (35) και (36), έχοντας εδώ πάλι αντικαταστήσει την 

(35) στην (36): 
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όπου το σήµα λάθους ej(n) αντιστοιχεί στην έξοδο του νευρώνα j για το διάνυσµα 

εκπαίδευσης n, και ορίζεται από την σχέση (34). Το ej(n) ισούται µε τη διαφορά 

µεταξύ των τιµών dj(n) και yj(n), οι οποίες αναπαριστούν το j-οστό στοιχείο του 

επιθυµητού διανύσµατος d(n) και την αντίστοιχη τιµή του διανύσµατος εξόδου. Στην 

(73) το εσωτερικό άθροισµα σε σχέση µε το j συµπεριλαµβάνει όλα τα διανύσµατα 

εκπαίδευσης σε ένα epoch. Έχοντας σαν παράµετρο µάθησης το η, η τροποποίηση στο 

βάρος wji, που συνδέει τον νευρώνα i µε τον νευρώνα j, ορίζεται από τον δέλτα κανόνα 

και ισούται µε: 
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  Για να υπολογιστεί η µερική παράγωγος  ∂ ej(n)/∂ wji  προχωράµε όπως 

προηγουµένως. Σύµφωνα µε την (74) στο batch mode η τροποποίηση ∆wji γίνεται 

µόνο αφού έχει γίνει προβολή όλων των διανυσµάτων εκπαίδευσης στο δίκτυο. 

Συγκρίνοντας τις (72) και (74) βλέπουµε καθαρά ότι ο µέσος όρος τροποποίησης 

βαρών ∆ ~w  στο pattern mode είναι διαφορετικός από την αντίστοιχη τιµή ∆wji στο 

batch mode. Πράγµατι το ∆ ~w  του pattern mode είναι µια εκτίµηση του ∆wji του batch 

mode. 

  Από µια "on-line" (σε πραγµατικό χρόνο) οπτική γωνία το pattern mode είναι 

προτιµότερο ενάντια στο batch mode, επειδή χρειάζεται λιγότερη τοπική µνήµη για 

κάθε σύναψη. Ακόµα έχοντας σαν δεδοµένο ότι τα διανύσµατα προβάλλονται στο 

δίκτυο µε µια τυχαία σειρά, η χρήση της πρότυπο προς πρότυπο τροποποίησης όπως 

γίνεται στο pattern mode, µετατρέπει το ψάξιµο στο χώρο των βαρών σε στοχαστική 

διαδικασία, η οποία δεν επιτρέπει εύκολα την παγίδευση του αλγορίθµου σε τοπικά 

ελάχιστα. Όµως η χρήση του batch mode δίνει µια πιο σωστή εκτίµηση του 

διανύσµατος κλίσης. Σε τελική ανάλυση, η αποδοτικότητα των δυο τρόπων 

εκπαίδευσης εξαρτάται από το πρόβληµα. 

 

3.3.7 Κριτήρια τερµατισµού 

 

  Ο αλγόριθµος πίσω-διάδοσης γενικά δεν συγκλίνει ούτε υπάρχουν σαφώς ορισµένα 

κριτήρια για να σταµατούν την λειτουργία του, αλλά έχει λογικά κριτήρια που µπορούν 

να χρησιµοποιηθούν για να τερµατίσουν της ρυθµίσεις τον βαρών. Για να 

διαµορφώσουµε ένα τέτοιο κριτήριο το λογικό είναι να σκεφτούµε σε σχέση µε τις 

µοναδικές ιδιότητες του τοπικού ή ολικού ελαχίστου της επιφάνειας λάθους. Έστω ότι 

το διάνυσµα βαρών w* δηλώνει ένα  ελάχιστο, τοπικό ή ολικό. Για να είναι το w* ένα 

ελάχιστο πρέπει το διάνυσµα κλίσης g(w) της επιφάνειας λάθους  σε σχέση µε το 

διάνυσµα βαρών w να είναι µηδέν όταν w = w*. Αντίστοιχα, µπορούµε να 



διατυπώσουµε ένα λογικό κριτήριο σύγκλισης για την µάθηση πίσω-διάδοσης  όπως 

παρακάτω (Kramer and Sangiovanni-Vincentelli, 1989 [1]): 

 

• Ο αλγόριθµος πίσω-διάδοσης συγκλίνει όταν η Ευκλείδεια  νόρµα  του διανύσµατος 

κλίσης φτάσει σ΄ένα αρκετά µικρό κατώφλι κλίσης. 

 

  Το µειονέκτηµα από αυτό το κριτήριο σύγκλισης είναι ότι ο χρόνος µάθησης µπορεί 

να είναι µεγάλος και χρειάζεται το υπολογισµό του διανύσµατος κλίσης g(w). 

  Άλλη µοναδική ιδιότητα ενός ελαχίστου είναι ότι η συνάρτηση κόστους ή µέτρο 

λάθους Eav(w) είναι στάσιµο στο σηµείο w=w* και µπορούµε ως εκ τούτου να 

προτείνουµε ένα διαφορετικό κριτήριο σύγκλισης: 

 

• Ο αλγόριθµος πίσω-διάδοσης συγκλίνει όταν ο απόλυτος ρυθµός  µεταβολής  στο 

µέσο τετραγωνικό λάθος ανά  κύκλο  είναι αρκετά µικρός. 

 

  Τυπικά, o ρυθµός της µεταβολής  στο µέσο τετραγωνικό λάθος θεωρείται αρκετά 

µικρός εάν βρίσκεται στο διάστηµα 0.1 έως 1 % ανά κύκλο εκπαίδευσης , ενώ µερικές 

φορές χρησιµοποιείται µια τιµή που είναι αρκετή µικρή έως 0.01 % ανά κύκλο. 

 

  Ένα άλλο  κριτήριο σύγκλισης του αλγορίθµου, παραλλαγή του προηγούµενου ,είναι 

να απαιτούµε η µέγιστη τιµή του µέσου τετραγωνικού λάθους Eav(w)   να είναι ίση ή 

µικρότερη από ένα αρκετά µικρό κατώφλι . Οι Kramer και Sangiovanni-Vincentelli 

(1989) πρότειναν ένα υβριδικό κριτήριο σύγκλισης που συνίσταται απ’ αυτό το 

τελευταίο κατώφλι και ένα κατώφλι  κλίσης, όπως  δηλώνεται παρακάτω: 

 

• Ο αλγόριθµος πίσω-διάδοσης τερµατίζεται στο διάνυσµα βαρών wfinal  όταν 

||g(wfinal)|| <= ε, όπου ε  είναι ένα αρκετά µικρό κατώφλι  κλίσης, ή όταν Εaν(wfinal) <= 

τ, όπου  τ είναι ένα αρκετά µικρό  κατώφλι ενέργειας λάθους. 

 

  Άλλο χρήσιµο κριτήριο σύγκλισης είναι το παρακάτω. Μετά από κάθε επανάληψη 

µάθησης, το δίκτυο  δοκιµάζεται για την γενική του απόδοση, και αν η γενική απόδοση 

είναι αρκετή ή έχει κορυφωθεί τότε σταµατάµε την διαδικασία µάθησης. 

 



3.3.8 Σύνοψη του αλγορίθµου Πίσω-∆ιάδοσης 

  Στο σχήµα 8 παρουσιάσαµε το αρχιτεκτονικό πλάνο από ένα πολυεπίπεδο perceptron. 

Η αντίστοιχη αρχιτεκτονική για την πίσω-διάδοσης µάθηση παρουσιάζεται στο σχήµα 

14, που ενσωµατώνει  τις προς τα εµπρός και προς τα πίσω φάσεις των υπολογισµών 

που περιλαµβάνονται στη διαδικασία µάθησης. Το πολυεπίπεδο δίκτυο που δείχνουµε 

στο πάνω µέρος του σχήµατος δείχνει την προς τα εµπρός φάση.  

 
Σχήµα 14: Αρχιτεκτονικό διάγραµµα  ενός τριών επιπέδων feedforward δικτύου 



και ένα συνεργαζόµενο δίκτυο µε τα σήµατα πίσω-διάδοσης λάθους.  

 

Η σηµειογραφία που χρησιµοποιήθηκε σ' αυτό το κοµµάτι του σχήµατος  είναι 

η παρακάτω: 
 

w(l)  =  διάνυσµα συναπτικών βαρών (synaptic weight vector) από τo    

            νευρώνα στο επίπεδο l 

θ(l)   =  κατώφλι ενός νευρώνα στο επίπεδο l 

ν(l)   =  διάνυσµα των εσωτερικών επιπέδων δραστηριότητας του   

           δικτύου (net internal activity levels) των νευρώνων στο επίπεδο l 

y(l)  =  διάνυσµα από σήµατα λειτουργίας των νευρώνων στο επίπεδο l 

 

  Ο δείκτης επιπέδου l εκτείνεται από το επίπεδο  εισόδου  (l = 0) µέχρι το επίπεδο 

εξόδου (l = L). Στο σχήµα 14 έχουµε το L = 3, το L είναι το βάθος του δικτύου. Το 

κατώτερο κοµµάτι του σχήµατος δείχνει τη πίσω φάση, που αναφέρεται ως ένα δίκτυο 

ευαισθησίας (sensitivity ) για υπολογισµό των τοπικών κλίσεων στον αλγόριθµο πίσω-

διάδοσης. Η σηµειογραφία που χρησιµοποιήθηκε σ' αυτό το δεύτερο κοµµάτι του 

σχήµατος  είναι η παρακάτω: 

 

δ(l)  =   διάνυσµα των τοπικών κλίσεων των νευρώνων στο επίπεδο l 

 e     =  διάνυσµα λάθους  (error vector) που συµβολίζεται από τα e1,e2, . . . ,eq  

σαν στοιχεία 

 

Έχουµε  αναφέρει ότι η pattern by pattern µέθοδος ενηµέρωσης των βαρών προτιµάται 

για on-line υλοποίηση του αλγορίθµου πίσω-διάδοσης. Για αυτόν τον τρόπο 

λειτουργίας, ο αλγόριθµος κάνει κύκλους διαµέσου των δεδοµένων εκπαίδευσης {[ 

x(n),d(n)]; n = 1, 2, . . . ,N} όπως παρακάτω: 

 

1. Αρχικοποίηση. Ξεκίνα µε µία λογική διαµόρφωση του δικτύου, και θέσε σ’ όλα τα 

συναπτικά βάρη και τα επίπεδα κατωφλίου του δικτύου   µικρούς τυχαίους αριθµούς  

που είναι οµοιόµορφα   κατανεµηµένοι. 

 

2. Παρουσίαση  Παραδειγµάτων Εκπαίδευσης. Παρουσίασε στο δίκτυο ένα κύκλο από 



παραδείγµατα εκπαίδευσης. Για κάθε  παράδειγµα ταξινοµηµένο µε κάποιο τρόπο 

µέσα στο σύνολο,  εκτέλεσε την παρακάτω σειρά από µπρος και πίσω υπολογισµούς 

του 3 και 4 αντίστοιχα. 

 

3. Εµπρός Υπολογισµός. Έστω ότι ένα παράδειγµα εκπαίδευσης του κύκλου δηλώνεται 

από το [ x(n),d(n) ], µε το διάνυσµα εισόδου x(n) να  εφαρµόζεται στο επίπεδο 

εισόδου των αισθητήρων κόµβων  και το επιθυµητό διάνυσµα  απόκρισης d(n) να 

παρουσιάζεται στο επίπεδο εξόδου των κόµβων υπολογισµού. Υπολόγισε τα 

επίπεδα ενεργοποίησης και τα λειτουργικά σήµατα του δικτύου, προχωρώντας προς 

τα εµπρός δια µέσω του δικτύου, επίπεδο ανά επίπεδο. Το εσωτερικό επίπεδο 

ενεργοποίησης του δικτύου  ν(l)  για το νευρώνα  j στο επίπεδο l είναι: 
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    όπου y i
l( )−1  (n)  είναι το λειτουργικό σήµα του νευρώνα  i στο προηγούµενο 

επίπεδο l-1 στην επανάληψη n και το w ji
l( )  είναι το συναπτικό βάρος του νευρώνα  j 

στο επίπεδο l που τροφοδοτείται από το νευρώνα  j στο επίπεδο l-1. Για i = 0, 

έχουµε y0
1( )l −  (n) = -1 καιw j

l
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jθ (n), όπου το )(l

jθ  είναι το κατώφλι που 

εφαρµόζεται στη νευρώνα  j στο επίπεδο l. Υποθέτοντας  τη χρησιµοποίηση µιας 

λογιστικής συνάρτησης για τη σιγµοειδή µη γραµµικότητα, το λειτουργικό σήµα 

(έξοδος)  από το νευρώνα  j στο επίπεδο l είναι: 
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     Αν ο νευρώνας  j είναι στο πρώτο κρυµµένο επίπεδο (δηλαδή, l=1)  βάλε: 

    y j
( )0   (n) = xj(n)  

   όπου xj(n) είναι το j-στό στοιχείο του διανύσµατος εισόδου x(n). Αν ο νευρώνας  j 

είναι στο επίπεδο εξόδου, βάλε: 

     y j
L( )  (n) = οj(n)  



     Ετσι, υπολόγισε  το σήµα λάθους: 

     ej  (n) = dj  (n)  -  oj  (n)   

    όπου dj  (n)  είναι το j-στό στοιχείο του επιθυµητού διανύσµατος απόκρισης  d(n).  

 

4. Πίσω Υπολογισµός. Υπολόγισε τα δ ( δηλαδή τις τοπικές κλίσεις) του δικτύου, 

προχωρώντας προς τα πίσω , επίπεδο ανά επίπεδο: 
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   Έτσι, ρύθµισε τα συναπτικά βάρη του δικτύου στο επίπεδο l µε βάση τον γενικό 

κανόνα δέλτα: 
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   όπου η είναι ο ρυθµός  µάθησης και α είναι η σταθερά ορµής. 

 

5. Επανάληψη. Επανέλαβε τον υπολογισµό παρουσιάζοντας νέους κύκλους 

παραδειγµάτων εκπαίδευσης µέχρι που οι ελεύθερες παράµετροι του δικτύου 

σταθεροποιούν και το µέσο τετραγωνικό λάθος Eav(w) που υπολογίσαµε πάνω στο 

συνολικό set εκπαίδευσης να είναι σε ένα ελάχιστο ή σε µια αποδεκτά   µικρή τιµή. 

Η σειρά παρουσίασης των παραδειγµάτων εκπαίδευσης θα πρέπει να είναι τυχαία 

από κύκλο σε κύκλο. Καθώς αυξάνεται ο αριθµός των επαναλήψεων µάθησης  η 

ορµή  και ο ρυθµός µάθησης µεταβάλλονται τυπικά ( και συνήθως µειώνονται). 

 

Άσκηση αυτοαξιολόγησης 3.3 / 8:  

Στο παρακάτω σχήµα φαίνεται ένα νευρωνικό δίκτυο για την επίλυση του XOR 

προβλήµατος. ∆είξτε ότι όντως το δίκτυο επιλύει το XOR πρόβληµα κατασκευάζοντας 

τα (α) τις περιοχές απόφασης και (β) έναν πίνακα αλήθειας του δικτύου. 
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Απάντηση: 
Υποθέτουµε ότι κάθε νευρώνας ακολουθεί το µοντέλο McCulloch – Pitts.  

(α) Για να κατασκευάσουµε τις περιοχές απόφασης εργαζόµαστε όπως στην 

παράγραφο που περιγράφει το XOR πρόβληµα. Ετσι κατασκευάζουµε πρώτα τις 

περιοχές απόφασης που σχηµατίζει ο νευρώνας 1 και στη συνέχεια τις περιοχές που 

σχηµατίζει ο νευρώνας 2 που είναι και οι περιοχές απόφασης του δικτύου. 

 

(β)Για τον νευρώνα 1 έχουµε: 

5.1211 −+= xxu  

Ετσι µπορούµε να κατασκευάσουµε τον ακόλουθο πίνακα: 

x1 0 0 1 1 
x2 0 1 0 1 
u1 -1.5 -0.5 -0.5 0.5 
y1 0 0 0 1 
 

Για τον νευρώνα 2 έχουµε: 

5.0221 12 −⋅−+= yxxu  

 

x1 0 0 1 1 
x2 0 1 0 1 
y1 0 0 0 1 
u2 -0.5 0.5 0.5 -0.5 
y2 0 1 1 0 

 

Από τον πίνακα αυτό παρατηρούµε ότι η έξοδος του δικτύου y2 είναι 0 εάν x1 και x2 

είναι 0 ή 1, και 1 αν κάποιο από τα δύο είναι 0 και το άλλο 1. Άρα το δίκτυο έχει µάθει 

τη συνάρτηση XOR. 

 



Άσκηση αυτοαξιολόγησης 3.3 / 9:  

Χρησιµοποιήστε τον Αλγόριθµο Πίσω ∆ιάδοσης του Λάθους για να υπολογίσετε ένα 

σύνολο από πολώσεις (bias) και βάρη για ένα δίκτυο µε δύο εισόδους, δύο κρυφούς 

νευρώνες και µία έξοδο, προκειµένου να επιλύει το XOR πρόβληµα. Σαν συνάρτηση 

ενεργοποίησης χρησιµοποιήστε την λογιστική απεικόνιση. 

 

Απάντηση: 
 

Επειδή γενικά η λογιστική συνάρτηση παίρνει τιµές από 0.1 έως 0.9 σαν επιθυµητή 

απόκριση του δικτύου θα χρησιµοποιήσουµε την 0.1 για την περίπτωση του 0 και την 

0.9 για την περίπτωση του 1. Σαν αρχικές τιµές στα βάρη και στις πολώσεις δίνουµε 

τιµές στο διάστηµα (-1.0, 1.0). 

Τρέχοντας τον Αλγόριθµο Πίσω ∆ιάδοσης του Λάθους για 2500 επαναλήψεις 

προκύπτει το παρακάτω δίκτυο που έχει µάθει τη συνάρτηση XOR. Εδώ θα πρέπει να 

σηµειώσουµε ότι οι τιµές των ελευθέρων παραµέτρων (βάρη και πολώσεις) του 

δικτύου που προέκυψε είναι ενδεικτικές και οτι δεν σηµαίνει πως οι δικές σας θα είναι 

αναγκαία ίδιες µε αυτές. 
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Άσκηση αυτοαξιολόγησης 3.3 / 10:  

Στην παράµετρο ορµής δίνουµε συνήθως θετικές τιµές στο διάστηµα [0, 1). Ερευνήστε 



τι επίδραση θα είχε στη συµπεριφορά της εξίσωσης  
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η χρήση αρνητικών τιµών για το momentum α από το διάστηµα (-1, 0].  

 

Απάντηση: 
Αν το momentum α πάρει αρνητικές τιµές θα έχουµε: 
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Από την παραπάνω εξίσωση µπορούµε να δούµε ότι αν το )(
)(

tw
tE

ji∂
∂ έχει το ίδιο 

πρόσηµο σε συνεχόµενες επαναλήψεις του αλγορίθµου το µέγεθος του )(nw ji∆  

ελαττώνεται. Το αντίθετο ισχύει εάν το )(
)(

tw
tE

ji∂
∂ αλλάζει πρόσηµο σε διαδοχικές 

επαναλήψεις του αλγορίθµου. Αρα η επίδραση του momentum α είναι η αντίθετη από 

αυτή που έχει όταν παίρνει θετικές τιµές. 

 

Άσκηση αυτοαξιολόγησης 3.3 / 11: 

 Θεωρήστε ένα απλό παράδειγµα δικτύου µε ένα βάρος και συνάρτηση κόστους: 

E(w) = k1(w-w0)2 + k2 

Όπου τα w0, k1 και k2 είναι σταθερές. Για την ελαχιστοποίηση του E(w) 

χρησιµοποιούµε τον αλγόριθµο Πίσω ∆ιάδοσης του Λάθους µε παράµετρο ορµής. 

Ερευνήστε πως η χρήση ορµής επηρεάζει τη διαδικασία µάθησης µε ιδιαίτερη 

αναφορά στον αριθµό των κύκλων (epochs) που απαιτούνται για σύγκληση 

συναρτήσει του αλγορίθµου. 

 

Απάντηση: 

Από τη θεωρία γνωρίζουµε ότι: 
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Στην περίπτωση που έχουµε ένα µόνο βάρος η συνάρτηση κόστους είναι: 



 

E(w) = k1(w-w0)2 + k2  (2) 

 

Οπότε η εξίσωση (1) λόγω της (2) γίνεται: 
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=

− −⋅⋅⋅−=
n

t

tn wtwaknw
1

01 ))((2 η∆  (3) 

 

Στην περίπτωση αυτή η µερική παράγωγος )(/)( twtE ∂∂  έχει το ίδιο πρόσηµο σε 

διαδοχικές επαναλύψεις. Εποµένως για 0≤α<1 το )(nw∆ αυξάνει σε µέγεθος. Αυτό 

σηµαίνει ότι το βάρος διορθώνεται µε µεγάλες ποσότητες. Αρα η χρήση του 

momentum α στην εξίσωση έχει ως συνέπεια την επιτάχυνση της «καθόδου» προς το 

βέλτιστο. 

 

 

3.4 Σύνοψη κεφαλαίου 

  Για να χρησιµοποιηθεί ένα ΤΝ∆ πρέπει πρώτα να εκπαιδευτεί για να µάθει.  Η 

µάθηση συνίσταται στον προσδιορισµό των κατάλληλων συντελεστών βάρους, ώστε 

το Τ.Ν.∆. να εκτελεί τους επιθυµητούς υπολογισµούς, και πραγµατοποιείται µε τη 

βοήθεια αλγορίθµων που είναι γνωστοί ως κανόνες µάθησης ή εκπαίδευσης.  Ο ρόλος 

των συντελεστών βάρους µπορεί να ερµηνευτεί ως αποθήκευση γνώσης, η οποία 

παρέχεται µέσω παραδειγµάτων. Με αυτόν τον τρόπο τα Ν.∆. µαθαίνουν το 

περιβάλλον τους, δηλαδή το φυσικό µοντέλο που παρέχει τα δεδοµένα. 

 Σε αυτό το κεφάλαιο παρουσιάσαµε τους τρεις βασικούς αλγορίθµους  µάθησης 

(εκπαίδευσης) Ν.∆.. Αρχίσαµε την παρουσίαση, µε τον αλγόριθµο εκπαίδευσης του 

απλού Perceptron (Αισθητήρα) και το θεώρηµα της σύγκλισής του. Ακολούθησε η 

παρουσίαση του αλγορίθµου Ελάχιστου Μέσου Τετραγωνικού (Ε.Μ.Τ.) λάθους, για 

την εκπαίδευση ενός απλού Ν.∆.. Για την απόδειξη του αλγορίθµου, δανειστήκαµε 

ιδέες από τη λύση του γραµµικού προβλήµατος φιλτραρίσµατος. Παρουσιάσαµε 

πρώτα τις εξισώσεις των Wiener-Hopf και στη συνέχεια τις δύο µεθόδους επίλυσής 

τους. Αυτές είναι η µέθοδος Ταχύτερης Καθόδου και η µέθοδος του Ελάχιστου Μέσου 

Τετραγωνικού λάθους. Είδαµε ότι µε τη χρήση του αλγορίθµου LMS, παρακάµπτουµε 

το πρόβληµα της εκ των προτέρων γνώσης των χωρικών συναρτήσεων συσχέτισης, 



χρησιµοποιώντας τις εκτιµήσεις τους. Έτσι ο αλγόριθµος LMS προκύπτει από ένα 

απλό και συγχρόνως αποδοτικό τρόπο υπολογισµού αυτών των εκτιµήσεων.  

  Τέλος, παρουσιάσαµε το βασικό αλγόριθµο εκπαίδευσης για δίκτυα εµπρός 

τροφοδότησης πολλών επιπέδων, που είναι γνωστά σαν Perceptrons πολλών επιπέδων. 

Ο αλγόριθµος εκπαίδευσης αυτών των δικτύων είναι ο πολύ δηµοφιλής αλγόριθµος 

Πίσω ∆ιάδοσης (Π.∆.) του λάθους, ο οποίος βασίζεται στον υπολογισµό της κλίσης 

της συνάρτησης λάθους στην έξοδο του δικτύου και τον προς τα πίσω υπολογισµό των 

τοπικών κλίσεων. Κατά την παραγωγή του αλγορίθµου, είδαµε ότι διακρίνουµε δύο 

κατηγορίες νευρώνων, τους νευρώνες που είναι στο επίπεδο εξόδου και τους νευρώνες 

που είναι στα κρυφά επίπεδα. Αν και η παραγωγή του αλγορίθµου είναι αρκετά 

πολύπλοκη, ο ίδιος ο αλγόριθµος είναι εύκολο να υλοποιηθεί και έχει τύχει ευρείας 

εφαρµογής σε πολλά πρακτικά προβλήµατα. Έγινε επίσης η παρουσίαση µιας 

τροποποίησης του αλγορίθµου Π.∆., που είναι γνωστή σαν Γενικευµένος ∆έλτα 

κανόνας. Με αυτόν τον αλγόριθµο επιτυγχάνεται η αύξηση του ρυθµού µάθησης, ενώ 

εξασφαλίζεται η σύγκλιση του αλγορίθµου. Η ενότητα αυτή ολοκληρώθηκε µε την 

παρουσίαση των δύο τρόπων υπολογισµού, δηλαδή την κατεργασία ανά πρότυπο και 

την σωρηδόν κατεργασία. Σε κάθε τρόπο λειτουργίας του αλγορίθµου, είδαµε τα 

πλεονεκτήµατα και τα µειονεκτήµατά του. Τέλος, το κεφάλαιο ολοκληρώθηκε µε την 

συζήτηση των κριτηρίων τερµατισµού της εκτέλεσης του αλγορίθµου. Για 

περισσότερες λεπτοµέρειες σχετικά µε τα παραπάνω θέµατα, ο αναγνώστης 

παραπέµπεται στην αναφορά [1]. Για πρακτική εξάσκηση, στους αλγορίθµους 

εκπαίδευσης, µπορεί να χρησιµοποιηθεί το δεύτερο βιβλίο το οποίο περιέχει 

εκτελέσιµο κώδικα, για τους αλγορίθµους που παρουσιάσαµε σε αυτό το κεφάλαιο. 

  Συνοψίζοντας, µπορούµε να πούµε ότι σκοπός αυτού του κεφαλαίου ήταν η 

παρουσίαση των βασικών αλγορίθµων εκπαίδευσης τόσο απλών όσο και 

πολυεπίπεδων Τ.Ν.∆.. Εδώ πρέπει να αναφέρουµε ότι η τιµή της παραµέτρου µάθησης 

έχει ιδιαίτερη σηµασία για τη σύγκλιση του αλγορίθµου. Επίσης, ο αλγόριθµος Π.∆. 

του λάθους, απαιτεί να είναι εκ των προτέρων γνωστή η τοπολογία του δικτύου. Αυτό 

όµως αποτελεί ένα βασικό πρόβληµα των Τ.Ν.∆., για το οποίο δεν έχει ακόµη δοθεί 

µια γενική λύση. Αυτά τα θέµατα όµως θα τα συζητήσουµε αναλυτικά στο επόµενο 

κεφάλαιο, στα πλαίσια µιας εφαρµογής. 
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